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Resumen

Esta investigacion pretende contrastar la hipotesis de si el uso de redes neuronales,
para la modelizacion del credit scoring de una cartera de microcrédito, logra un mejor
performance que utilizar una metodologia de regresion logistica.

Para esto se hace uso de la informacion de una cartera del producto de
microcrédito, proporcionada por una institucion financiera ecuatoriana de mediano
tamafo, desembolsada entre los periodos de enero 2014 a diciembre 2017. La
informacion corresponde al momento del desembolso de los créditos, por lo cual se
construye modelos scoring de originacion.

Los dos modelos por desarrollar son construidos con el programa estadistico R y
una vez se cuenta con estos, se procede a comparar su poder predictivo, capacidad para
diferenciar entre buenos y malos clientes, adaptacion a los datos, etc.; a partir de distintos
estadisticos como KS, coeficiente de Gini, matriz de confusion, AUROC, criterio de
informacion de Akaike.

Ademas, se aplica los modelos en un periodo de informacion distinto al que se uso6
en su construccién y de esta forma establecer si son generalizables, al ser funcionales con
informacion distinta al de su desarrollo.

El modelo de redes neuronales se ajusta de mejor forma a los datos, pues se
obtiene un criterio de informacion Akaike menor al de regresion logistica, con una
diferencia de 8.029,2 puntos. De igual forma, los estadisticos KS, coeficiente de Gini y
curva ROC evidencia que hacer uso de las redes neuronales logra una mejor clasificacién
de los clientes, con 5,19, 5,84 y 2,92 puntos porcentuales por encima de los estadisticos
del modelo de regresién logistica, respectivamente. Finalmente, la matriz de confusion
muestra un menor error con el modelo de redes neuronales, al compararlos con un mismo
punto de corte 6ptimo.

Los resultados obtenidos evidencian que la metodologia de redes neuronales
proporciona un modelo scoring mas robusto que al usar una regresion logistica, pudiendo
corroborar que la hipotesis planteada es verdadera, bajo el proceso de modelizacion
empleado.

Palabras clave: regresion logistica, redes neuronales, score, originacion,

modelos, proceso de modelizacion
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Capitulo primero: Planteamiento del problema

1.  Descripcion de la realidad problematica

Evaluar el riesgo de crédito es de gran importancia para una institucion financiera,
pues busca evitar pérdidas que pueden estar relacionadas a cualquier tipo de decision de
concesion de crédito inapropiada. Ademas, la competencia empresarial para obtener mas
ganancias y participacion en el mercado se vuelve cada vez més agresiva con el paso de
los afios, por lo que algunas instituciones asumen un mayor riesgo para lograr una ventaja
competitiva en el mercado, provocando que muchas sufran grandes pérdidas debido a un
aumento en el incumplimiento y préstamos incobrables (Yu 2008, 17).

En el proceso de otorgamiento de créditos, una institucion no puede tomar
decisiones a partir de su juicio experto para cada una de las solicitudes recibidas, pues
con el aumento en el nimero de solicitantes y la competencia intensa en la industria
crediticia, este método no puede satisfacer las demandas en los aspectos econdmicos y de
eficiencia (Yu 2008, 17); sino que intentara adoptar sistemas de calificacion de créditos
para facilitar y acelerar los procesos en la toma de decisiones. Por tal motivo, nace el
concepto de modelos de credit scoring o modelos de calificacion de créditos (Islam, Zhou,
y Li 2009, 7).

Muchos algoritmos son usados para la construccion de un credit scoring, sin
embargo, cada vez se debera buscar alternativas mas efectivas para tomar decisiones mas
precisas, por ejemplo, las redes neuronales (Islam, Zhou, y Li 2009, 7).

En el Ecuador, la cartera productiva, en la cual se considera la cartera comercial
y microcrédito, han tenido un incremento del 30,2% entre los periodos marzo 2015 y
marzo 2019, pasando de 11.285,4 millones de dolares a 14.698,8 millones de ddlares,
respectivamente (Arias 2016, 3). De igual forma, la cartera vencida mas cartera que no
devenga intereses para estos productos, que la Superintendencia de Bancos del Ecuador
Ilama cartera problemética, tuvo un incremento del 17,9% pasando de 192,32 millones
ddlares a 226,76 millones de doélares, en los mismos periodos. Mas preocupante son las
cifras de la cartera con calificacion C, D y E pues pasan de 981,5 millones de ddlares en
marzo del 2015 a 14.698,8 millones de dolares en marzo del 2019, teniendo un incremento
del 235,2%, representando el 22,4% del total de cartera productiva a marzo del 2019
(Paredes y Condor 2018, 2).
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Varios factores pueden incidir en el crecimiento de la cartera vencida o el
incremento de la mora de una cartera, como malas practicas en la concesion de créditos,
metas de créditos agresivas por parte de las instituciones, deterioro del empleo, recesion
econdmica, etc. Sin embargo, el anterior escenario evidencia la necesidad de contar con
nuevas herramientas para la gestién de riesgo de crédito que ayuden a minimizar la
probabilidad de pérdida de una institucion, buscando alcanzar la eficiencia de la gestion
de riesgos a partir de mejores herramientas estadisticas e informaticas.

El presente trabajo sera desarrollado a partir de informacién proporcionada por
una institucion financiera ecuatoriana de la cual por razones de privacidad y seguridad no
se revelara el nombre, pero cuando sea necesario, sera llamada Entidad Financiera X.

La Entidad Financiera X, evidencio un incremento del 1.6% en su saldo en mora
mayor a 90 dias y un crecimiento del 4.4% en el saldo en mora mayor a 180 dias, para su
cartera de microcrédito, comparando los meses junio 2017 y junio 2018. Frente a esta
situacion, la institucidn se ha visto en la necesidad de contar con herramientas que apoyen
de forma eficaz y eficiente los procesos de concesion de crédito, y buscar contrastar
metodologias distintas a las que cuenta al momento, pues Unicamente, hace uso de

metodologias de regresion logistica.

2. Hipdtesis

El hacer uso de redes neuronales, para la modelizacion del credit scoring de una
cartera de microcrédito, logra un mejor performance que utilizar una metodologia de

regresion logistica.
3. Objetivo general y especificos

Objetivo general:
Comparar la metodologia de credit scoring de regresion logistica y redes

neuronales en una cartera de microcrédito, de una institucion financiera ecuatoriana.

Obijetivos especificos:
« Conocer la teoria que respalda los métodos de regresion logistica y de redes

neuronales, para la obtencion de un modelo credit scoring.
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» Detallar el proceso de modelizacion al usar metodologias de regresion logistica y
de redes neuronales.
« Identificar el modelo de credit scoring, regresion logistica o redes neuronales, que

tiene un mejor desempefio.
4.  Justificacion

Para las instituciones financieras es de gran importancia conocer con anticipacion
la probabilidad de que un solicitante de crédito vaya a cumplir con su obligacion, y poder
tomar decisiones mas objetivas y eficientes sobre el otorgamiento de los préstamos y
sobre los términos que estableceran para sus diferentes productos.

La necesidad de modelos cuantitativos confiables que discriminen a los buenos y
malos clientes con precision es crucial para el negocio de muchas instituciones de credito,
pues podran tomar medidas preventivas o correctivas en el proceso de concesion y
seguimiento de créditos. Es evidente que la modelizacion y analisis de riesgo se vuelven
muy importantes para la sostenibilidad y beneficio de las empresas convirtiendo el
analisis y modelizacion del riesgo de crédito en un tema valioso tanto para la comunidad
académica y de la industria (Yu 2008, 5).

Para cumplir este objetivo, se cuenta con los modelos matematicos, credit scoring
(TransUnion 2007, 4). Los modelos credit scoring son algoritmos 0 métodos que pueden
ayudar a obtener la probabilidad de incumplimiento de un solicitante de credito,
permitiendo evaluar el riesgo en el origen de la financiacion (Gutierrez Girault 2007, 2).

Existe una gran variedad de metodologias disponibles para evaluar el riesgo de
crédito, los modelos de regresion logistica se encuentran en el grupo de los mas usados
en la industria por ser intuitivos, de buen poder predictivo y de facil implementacion; sin
embargo, existen otros métodos menos explorados, con un mayor nivel de complejidad
que podrian mejorar el poder predictivo, entre estos se encuentra los métodos de redes
neuronales (Bonilla, Olmeda, y Puertas 2003, 864).

Esta investigacion pretende contrastar las historias de superioridad de la
metodologia de redes neuronales sobre los métodos tradicionales como es la regresion
logistica, con informacion de una institucion financiera ecuatoriana, cotejando su poder
predictivo y estableciendo diferencias entre cada uno. Esto serd muy util para las
empresas financieras pues se impulsa el uso de algoritmos avanzados que pueden mejorar

la identificacion de buenos y malos clientes.
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Ademas, de comparar los resultados de los dos modelos a desarrollar, se busca
detallar cada uno de los pasos del proceso de modelizacion, identificando las diferencias
por hacer uso de dos metodologias distintas, sirviendo de guia para las instituciones
financieras que tratan con microcréditos, y aquellas que busquen desarrollar modelos de

credit scoring.
5.  Delimitacion del problema

En el presente proyecto se generan dos modelos scoring para la cartera de
microcrédito de una institucién financiera ecuatoriana haciendo uso de dos metodologias
distintas, regresion logistica y redes neuronales. Los dos modelos se enfocaran en el
proceso de otorgamiento de créditos, por lo cual se los categoriza como modelos de
originacion. La Entidad Financiera X que facilita la informacion para el desarrollo del
presente trabajo cuenta con mas de 1.000 colaboradores en todo el pais a diciembre del

2017 y un valor en activo de méas de 600 millones de ddlares.
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Capitulo segundo: Marco teoérico

En el presente capitulo se expone las metodologias de regresion logistica y redes
neuronales, con el fin de conocer la estructura tras cada modelo y los distintos conceptos
que seran empleados en el proceso de modelizacion y comparacion de los scores
resultantes.

Una de las principales actividades de una institucion financiera es la de
intermediacion financiera, permitiendo transferir los recursos de aquellos individuos con
exceso de estos, a aquellos que lo necesitan, para consumirlo o invertirlo. Cumplir con
esta actividad, conduce a la institucion a exponerse a un conjunto de riesgos, que conlleva
a la presencia de pérdidas.

Por lo cual, es de suma importancia, para la institucion, contar con herramientas
eficientes para la identificacion, medicion, monitoreo, control, mitigacion y divulgacién
de los riesgos, a la cual esté sujeta; es decir, contar con metodologias y politicas que
lleven a una correcta gestion de los riesgos (Bolivia et al. 2008, 40).

Asi nacen las metodologias conocidas como credit scoring, que cuentan con
algunas definiciones, dependiendo de la perspectiva del autor. D. J. Hand y Henley (1997,
523) lo definen como un método estadistico formal, usado para clasificar a solicitantes de
crédito en grupos de buenos y malos; menciona que estos métodos han llegado a ser muy
importantes, con un dramatico crecimiento a partir de los afios 70, pues en aquellos afos,
los métodos tradicionales para decidir si otorgar o no un crédito, para un individuo en
particular, era el uso del juicio humano, basado en la experiencia de decisiones tomadas
anteriormente.

Sin embargo, con el incremento de la demanda de crédito, alineado con una
competencia comercial mas grande y una mejora de los recursos estadisticos y
tecnoldgicos, la industria financiera se vio en la necesidad de hacer un mas eficaz y
eficiente proceso de otorgamiento de créditos, asi como de la evaluacion de su portafolio.

Es asi, que la utilizacion de modelos credit scoring, para la evaluacion del riesgo
de crédito, comienzan a ser usados en los afios 70’s pero se generalizan a partir de los
90’s (Gutierrez Girault 2007, 2).

Pese a todo, tal como lo menciona Gutierrez Girault (2007, 2), a pesar de la
diversidad de modelos scoring, el juicio humano o del analista, no ha quedado rezagado,

continua siendo utilizado, afirmando que en la practica ambos métodos de evaluacion
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coexisten y complementan; siendo los basados en la experiencia denominados como
expertos y aquellos que se basan en un analisis estadistico como estadisticos.

Autores como Thomas, Edelman, y Crook (2002, 16) definen a un credit scoring
como un conjunto de modelos de decision y sus técnicas implicitas que ayudan a los
prestamistas en la concesion de un crédito. Shanmugapriya (2012, 34) los considera como
un proceso en el cual se analiza el comportamiento pasado de los clientes para diferenciar
clientes en bancarrota y no bancarrota.

Existen algunas definiciones para un credit scoring; sin embargo, en este trabajo,
se considera a un credit scoring como un conjunto de metodologias que permitiran
evidenciar la probabilidad que un cliente cumpla o no con sus obligaciones, a partir de la
informacion que se conozca del mismo.

Los modelos credit scoring tienen muchas funciones dentro del ciclo de vida de
un crédito que comprende el otorgamiento, seguimiento, cobranza y recuperacion
(Bolivia et al. 2008, cap. 2); sin embargo, este proyecto se enfocara en las metodologias
que sirven de apoyo, en la toma de decisiones del proceso de otorgamiento de creditos;
tales metodologias deben permitir medir los riesgos de los potenciales clientes, a fin de
precisar quiénes podrian ser sujetos de crédito, estableciendo variables significativas que
ayuden a identificar los individuos cuyo riesgo se ajuste al perfil de riesgo de la
institucion.

En la literatura, se cuenta con diversas metodologias para modelar un credit
scoring, no obstante, se abordaran los modelos de regresion logistica y de redes
neuronales; los primeros, considerados como tradicionales y cominmente usados por las
instituciones por su poder de prediccion y facilidad de interpretacion y los segundos,
métodos menos explorados, que podrian mejorar el poder predictivo obtenido por los
modelos tradicionales (Bonilla, Olmeda, y Puertas 2003, 864).

En general cada método tiene ventajas y desventajas para la construccion de un
modelo de riesgo de crédito. Yu (2008, 17) expresa que modelos como las redes
neuronales tienen como ventaja el construir un modelo sin la necesidad que el usuario
tenga una comprension profunda del problema, pudiendo utilizarlos independientemente
del cumplimiento de supuestos tedricos relativos a técnicas estadisticas o paramétricas,
ademas de funcionar mejor desde el punto de vista de la precision en la clasificacion.
Mientras que métodos mas tradicionales, como la regresion logistica, necesitan construir
el modelo en base al cumplimiento de algunos supuestos. Las ventajas de los métodos

tradicionales es que son relativamente simples, faciles de interpretar e implementar, que
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es algo que no se tiene en un modelo de redes neuronales pues su compleja estructura no
permite lograr resultados éptimos. Por lo cual, es dificil para alguien determinar cual es
“el mejor” modelo en general, para todas las posibles situaciones.

Trabajos de Pitarque, Ruiz, y Roy (2000, 459) buscan apoyar, con sus resultados,
la idea que las redes neuronales han mostrado una capacidad clasificatoria igual o superior
que las técnicas estadisticas. Trabajan con una serie de simulaciones y aplicaciones sobre
datos reales, comparando las redes neuronales con la regresion logistica y el analisis
discriminante. Si bien sus resultados muestran que las redes hacen un mejor trabajo en la
clasificacion de la variable objetivo, plantean la pregunta si vale la pena ganar en
capacidad de clasificacion a costa del costo computacional y de recursos involucrados en
el entrenamiento de las redes neuronales, concluyendo que ambas técnicas deberian
complementarse. Islam, Zhou, y Li (2009, 29) llega a conclusiones similares.

En cambio, Croall y Mason (1992, 74), Ladino (2014, 27), Larasati, DeYong, y
Slevitch (2011, 304) no muestran inclinacion alguna hacia una u otra metodologia,
estableciendo que no se puede demostrar la superioridad de metodologias como las redes
neuronales, sobre las tradicionales al tener cada una sus ventajas en distintos escenarios.

Bonilla, Olmeda, y Puertas (2003, 859) evallan la capacidad predictiva de dos
modelos paramétricos (andlisis discriminante y regresion logistica) y cinco no
paramétricos, entre los que se encuentran las redes neuronales, sobre una base de 690
observaciones de solicitantes de tarjetas de crédito. Concluye que las redes neuronales
resultan ser el modelo de mayor capacidad predictiva, superando a todos los demas. Sin
embargo, la escasez de datos dificulta la adecuada comparacién de los modelos. Compara
los mismos a partir del error de prediccidn, obteniendo un error del 12,50% y 12,33% en
el periodo de entrenamiento y el 12,22% y 10% en el periodo de testing para los modelos
logit y redes neuronales, respectivamente.

En cambio Trujillano et al. (2003, 504) compara la capacidad de prediccion de un
modelo de regresion logistica y redes neuronales a partir de la curva ROC, evidenciando
mejores valores con las redes neuronales, que se mantienen tanto en la muestra de
desarrollo como testing.

Zhang (2004, 272) expone que uno de los métodos comunmente usados para
evaluar el poder de clasificacion de los modelos es el estadistico de Kolmogorov —
Smirnov (K-S). EI mismo compara un modelo de regresion logistica y redes neuronales
a partir de los estadisticos K-S, curva ROC y matriz de confusion. El estadistico K-S fue

superior con 14 puntos porcentuales en las redes neuronales, mientras que para la curva
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ROC y tasa de clasificacion global fue superior el modelo de regresién logistica con 4,41
y 10,57 puntos porcentuales, respectivamente. Zhang concluye que ningin método de
evaluacion representa una panacea para los investigadores o analistas, sino mas bien es
necesaria una comprension de los datos y el problema para la correcta eleccion de no solo
la metodologia de modelacion sino también del método de evaluacion (Zhang 2004, 289).

En el presente trabajo se busca contrastar, si el hacer uso de redes neuronales, para
la modelizacion del credit scoring, logra un mejor performance que utilizar una
metodologia de regresion logistica, para una cartera de microcrédito de una institucion

financiera ecuatoriana, comparando estadisticamente cada metodologia.

1. Naturaleza de los modelos

El objetivo principal de los dos modelos es estimar la probabilidad de
incumplimiento de un solicitante de crédito; para esto es necesario contar con una variable
que identifique si el solicitante es un buen o mal cliente, esta variable sera representada
con la letra Y, que es la variable dependiente del modelo.

La variable dependiente es una variable dicotdmica (binaria) que toma los
siguientes valores:

ey

_ {1: Si el solicitante de crédito es definido como un buen cliente
~ 10: Si el solicitante de crédito es definido como un mal cliente

La definicion de cliente bueno (1) y malo (0), para la variable dependiente Y, es
construida a partir de su informacion demografica, comportamiento en el bur6 y/o dentro
de la institucion.

Los modelos buscan estimar la probabilidad que la variable dependiente Y tome
el valor de 0 o0 1, a partir de un conjunto de variables denominadas independientes, las
cuales seran representadas con la letra X, que pueden ser cualitativas o cuantitativas. Las
variables independientes son obtenidas a partir de diversas fuentes de informacion tanto
internas y externas del individuo, como puede ser su informacion crediticia, de buro,
demogréfica, etc. Muchas de las cuales dependeran de las caracteristicas del crédito que

se esté considerando.

2. Modelo de regresion logistica - logit

Los modelos logit pertenecen al grupo de modelos de regresion con respuesta
cualitativa, en este caso binaria; mientras que las variables independientes pueden ser

cualitativas o cuantitativas, o una mezcla de ambas (Florez y Rincén 2002, 124).
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El modelo esta basado en una funcion de distribucion logistica, cuya estructura se
presenta a continuacion:

exp(z)

p(Y=1|X)=F(Z)=m'

—w<z<ow (2)

Conz=X"B =By + Prixy + -+ Bnxn.

Figura 1
Funcion Logistica
P(Y=1]X)

xTp

Fuente: Flérez y Rincon (2002, 128)
Elaboracion: Propia

Donde:

* Y: Es lavariable dependiente, binaria, que puede tomar dos posibles valores, que
se etiquetara con 0 (cliente malo) y 1 (cliente bueno).

« X: Es el conjunto de n variables independientes (x;, x5, ..., x,,) relacionadas con
la informacién propia del solicitante, tomadas con el fin de explicar y/o predecir
el valorde Y.

» F(2): Eslafuncidon de probabilidad, que depende de un vector de parametros § =
(Bo, B1, -+, Br), que permitiran relacionar las variables independientes X, con la
dependiente Y. Esta funcion tiene un rango entre [0, 1] y se conoce como funcién
de distribucion logistica.

El objetivo del modelo es hallar los coeficientes f que mejor se ajusten a la

expresion (2).

2.1 Estimacion de los pardmetros modelo logit

La estimacion de los coeficientes S puede realizarse a partir del método de
méaxima verosimilitud (Gujarati, Guerrero, y Medina 2005, 574).

Supdngase se cuenta con un conjunto de k individuos; de tal forma que,
catalogarles como buenos 0 malos clientes sera definido por la variable Y;, considerando
i=12..k
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En vista que cada Y; es una variable aleatoria de Bernoulli, por tomar dos valores,
0 0 1, podemos expresar la probabilidad que suceda uno u otro evento, como sigue:

P(Y;=1) =P
P(Y;=0)=1-P
Su funcién de probabilidad sera:

fi(f) =B’ x (1 - PV, coni=1,2,3,..k (3)

Es decir, la funcion f;(Y;) denota la probabilidad que Y; = 1 0 0.
Como cada observacién es independiente, la probabilidad conjunta de observar

los k valores de la variable Y, se expresa como:

k k
Yo vd = [ro0 =] [P xa-ry @
i=1 i=1
Donde [] es el operador producto. A esta probabilidad conjunta se la conoce como
funcion de verosimilitud (FLV). Al tomar el logaritmo de esta funcion se tiene:

k
In (f(Yy,Ys, .., %)) = Z[Yi InP; +(1-Y)In(1-P)]
i=1

k
= Zkl:[yi InP; — ¥;In(1 —:1.) +1In(1 = P)]
_ ; [Yi In (1 fipi)] + ; In(1-P) (5)

Tal como se expuso en (2), la probabilidad que un individuo sea un buen o mal

cliente es representado por:

_ exp(X{ B)
T+ exp(X7B) (6)

De aqui se puede, facilmente, demostrar que:

1

1-pp=——
Y1+ exp(XTB)

(7)

De igual forma,

tn (1 fiPi) =XE®

Considerando (7) y (8) en (5), se puede expresar el logaritmo de la funcion de

verosimilitud, como sigue:
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k k
i=1 i=1

Podemos observar que (9) es una funcion que depende de los coeficientes S, pues
Y; y X; se conocen.

El método de méxima verosimilitud consiste en maximizar la expresién (9), para
buscar la maxima capacidad predictiva. Para esto se deriva parcialmente, respecto a cada
una de las incognitas; es decir, respecto a cada f3;, con j = 1, ..., n. Obteniendo un sistema
de n ecuaciones no lineales, que deberan resolverse por procedimientos numericos.

Una vez obtenidos los valores g se verifica que en verdad maximicen la funcion
de verosimilitud a partir de la condicion de maximizacion de segundo orden. Luego de
este proceso, se obtiene los coeficientes, necesarios para estimar la probabilidad de

incumplimiento de un individuo, a partir de la ecuacion (2).

2.2 Interpretacion coeficientes de una regresion logistica.

Una de las razones, por las cuales se utiliza con mayor frecuencia un modelo de
regresion logistica es que su interpretacion es relativamente sencilla. Para apreciar este
beneficio, es de ayuda entender el significado de odds. Tal como lo expresa (Allison 2012,
15) muchas personas consideran a una probabilidad como la forma “natural” de
cuantificar que un evento ocurra, considerando valores que se mueven entre 0 y 1. Sin
embargo, existen otras formas de representar un cambio natural en algun evento, esto son
los odds ratios.

El mismo autor, define los odds, como la relacién entre el nimero esperado de
veces que un evento ocurra y el nimero esperado de veces que este no ocurra. De esta
forma, la relacién entre el odds y la probabilidad es:

Probabilidad que un evento ocurra
1 — Probabilidad que un evento ocurra

Odds =

Esta expresion tiene relevancia en un modelo de regresion logistica, pues si se
considera (6) y (7) se tiene,

exp(XlTﬁ)

Pi 1+exp(XiTﬂ)

- _ T
1+exp(x] B)

A esta expresion se la considera como transformacion logit de la probabilidad P;,
cuya parte izquierda es una razon de probabilidades u odds (Fl6rez y Rincon 2002, 128).

Al considerar el logaritmo natural de (10) se obtiene el logaritmo de la razén de
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probabilidades conocido como logit y es por este término que al modelo de regresion

logistica se lo conoce, también, como modelo logit. Asi, se llega a la ecuacion (8).

L= 1n(1 fip,) =XTB =By + Prx1 + -+ Bnx, (11)

De esta forma, la interpretacion del modelo esta dada por esta expresion logit (L);
por ejemplo, S, mide el cambio en L ocasionado por un cambio unitario en x,,
suponiendo constantes el resto de variables explicativas (Gujarati, Guerrero, y Medina
2005, 575).

La interpretacion del modelo también puede darse a partir del odds ratio, la cual
es una medida de la magnitud de asociacidn entre dos variables; en este caso, cada una de
las independientes con la dependiente. Un odds ratio mayor a 1, muestra que existe una
relacion positiva o directa entre las dos variables, mientras que un odds ratio menor a 1,
establece una relacion negativa o inversa. Cuando el odds ratio es igual a 1, significa que
no existe una relacion entre las mismas (Salas 1996, 11).

El odds ratio puede calcularse a partir de la estimacion de los pardametros del
modelo:

odds ratio = ef (12)

3. Modelo de Redes Neuronales

Las redes neuronales artificiales (RNA) son modelos matematicos-
computacionales que intentan imitar el funcionamiento del cerebro y la forma como este
procesa la informacién. Se cataloga dentro de las técnicas no paramétricas de credit
scoring, como sistemas con la capacidad de aprender a través de entrenamiento, también
conocido como la interpretacion que ellas hacen de la informacion que reciben (Bahamon
2013, 37).

3.1 Modelo bioldgico

La figura 2 muestra un tipo comun de neurona bioldgica, que estd compuesta
principalmente por:
e Un cuerpo central, que contiene el nucleo celular, denominado Soma.
e La conexion entre neuronas se establece a partir de una prolongacion del Soma,
Ilamada Axo6n, que también se ramifica en su extremo final para establecer
conexion con otras neuronas, estas ramificaciones son conocidas como terminales

axonicos.
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e Las dendritas que son ramificaciones del cuerpo central, con las cuales se logra la
conexion sinaptica.

Figura 2
Modelo de una neurona biolégica

Nendritas )

Si - 2
inapsis o =z <
Axon
/ Sinapsis /)

Axon de otra neurona Dendrita de otra neurona

Fuente y elaboracion: Tablada y Torres (2009, 23)

Se estima que alrededor de cien mil millones de neuronas son las que conforman
el sistema nervioso; estas se diferencian del resto de células vivas en el hecho que poseen
capacidad de comunicarse.

En general, las dendritas y el Soma reciben las sefiales de entrada, el cuerpo celular
las combina y emite sefiales de salida; a continuacion, el Axon transmite esta sefial a sus
terminales, que se encargan de distribuir la informacion a otro conjunto de neuronas (Brio
y Molina 2002, 5).

Un aspecto muy importante en el proceso de comunicacion entre neuronas es el
término conocido como sinapsis. Brio y Molina (2002, 6) lo definen como la union entre
dos neuronas, en el proceso de generacion y transmision de la sefial nerviosa.

En cambio Gonzélez y Hernando (2000, 46) lo precisa como contactos especiales,
a través de los cuales fluyen neurotransmisores que llevan las sefiales que se transmiten
entre los terminales axonicos de una neurona y las dendritas de la neurona siguiente.

Con relacion al tipo de sinapsis, se puede establecer dos tipos de neuronas, las
neuronas presinapticas que son las que envian las sefiales y las postsinapticas las cuales
reciben. Asi, se define dos tipos de sinapsis:

- Sinapsis excitadora: es aquella cuyos neurotransmisores facilitan la

generacion de impulsos a mayor velocidad.

- Sinapsis inhibidoras: Sus neurotransmisores dificultan la emision de impulsos.

A continuacién, se establece una similitud directa entre las redes neuronales

artificiales y el proceso sinaptico.
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3.2 Elementos de una red neuronal artificial

Para introducir los elementos de una red neuronal artificial, se hara uso de la figura
3, que cuenta con una sola neurona; es decir, una pequeria parte de un sistema de red
neuronal artificial. Ademas, se puede evidenciar que esta tiene una forma similar a la

neurona bioldgica de la figura 2.

Figura 3
Modelo de neurona artificial inspirada en una neurona biolégica

Estimulos
externos o
salidas de otras
neuronas

Cuerpo

Celular Axoén

Sinapsis

Neurona Artificial z

)
Xy o)

) £O) Y2

Dendritas 9
Xn @ z

-1

Variables Pesos Funcion de Funcién de Variable de
de entrada Agregacién Activacién Salida

Fuente: Rico, Paredes, y Fernandez (2009, 73)
Elaboracion: Propia

Los aspectos que se buscan representar son los que se exponen a continuacion. Se
puede observar (figura 3) que se tiene un elemento central, llamado neurona artificial la
cual recibe informacion del exterior o de otras neuronas. Las dendritas son la estructura
a traves de la cual la neurona artificial recibe informacion, que luego es procesada de
acuerdo con la intensidad asignada al nexo entre la unién de las entradas y las neuronas;
este nexo se denomina sinapsis y a la intensidad descrita se le conoce como peso sinaptico
(w).

Las redes neuronales intentan reproducir el comportamiento del cerebro, por lo
cual, cualquier modelo de red neuronal consta de dispositivos elementales de proceso,
denominados neuronas; las cuales son definidas por Brio y Molina (2002, 12) como un
dispositivo que a partir de un conjunto de entradas que proceden ya sea del exterior u
otras neuronas, proporcionan una salida o respuesta.

Los elementos que constituyen a una neurona z son los siguientes (figura 3):

- Conjunto de entradas x;(t), i =1,...,n: las cuales pueden ser binarias o

continuas, dependiendo del tipo de modelo y aplicacion.
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Pesos sindpticos de la neurona z: catalogados como w,;, que representa la
intensidad de interaccion entre la entrada i y la neurona z.
Dependiendo de los pesos, se puede obtener la salida necesaria, considerando
entradas especificas. Cuanto mas grande sea el peso, mas fuerte y relevante
sera el nodo de entrada.
Funcion de agregacion también Ilamada regla de propagacion: Se denomina
funcién de agregacién a aquella regla que relaciona las entradas y los pesos
para obtener el valor de la sefial postsinaptica h,, conocido como potencial
postsinaptico:

h,(t) = a,(wy, x;(8))  (13)
La funcién mas habitual es lineal y consiste en la suma ponderada de las

entradas con los pesos sinapticos,

h(D) = ) oy (14)
i=1

Dado una entrada positiva, si el peso también es positivo, entonces este tendera
a excitar a la neurona, si el peso es negativo, tendera a inhibirla (Brio y Molina
2002, 16).
Funcion de activacion: La misma proporciona el estado de activacién, en el
tiempo t, a,(t), a partir del potencial postsinaptico h,(t) y del estado de
activacion anterior a,(t — 1).

a,() = f,(a,(t = D, h,(8)) (15)
Sin embargo muchos modelos de redes neuronales consideran que el estado
actual de la neurona (tiempo t) no depende de su estado anterior (Brio y Molina
2002, 17), por lo cual

a,(t) = f,(h,()) (16)

En general se puede establecer dos estados posibles, reposo y excitado, a los
cuales se les asigna un valor que puede ser continuo o discreto (Gonzélez y
Hernando 2000, 52).
En la mayor parte de modelos la funcion de activacion f(.) es monotona
creciente y continua. En la figura 4, se expone las funciones de activacion mas
usuales, en donde: x representa el potencial postsindptico y el estado de

activacion.
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Figura 4
Funciones de activacion usuales
Funcién Rango Grifica
Identidad y=x [-e0, +00) e
. Jix)
Escalén y = sign(x) {-1,+1}
y=H(x) {0, +1} P
. i
Lineal a -1 six<-I [-1,+1]
tramos ;
y=1x, si +l<x<-/ N 3 X
+1, six>+l
: = =
Sigmoidea S 1 [0, +1]
1+e™* [-1, +1] -
y=tgh(x)
o 2 Jx)
Gaussiana y=Ae™ [0,+1] _/"\
X
70
Sinusoidal y=Asen(ax+ @) [-1,4+1] C C C

Fuente y elaboracién: Brio y Molina (2002, 18)

Muchas veces se adiciona al grupo de pesos, un parametro adicional 6,, el cual
se resta del potencial postsinaptico, y representa caracteristicas propias de la
neurona, de tal forma que no es igual en todas ellas.

Por ejemplo, en el caso de neuronas todo-nada, el parametro representa el nivel
minimo que debe lograr el potencial postsindptico para que la neurona se
active. De tal forma, el argumento de la funcion de activacion se expresa se la

siguiente forma
n
Z WziXi — 02 (17)
i=1

Funcion de salida: Es la funcidn que proporciona la salida de la neurona y, (t),
que depende del estado de activacion a,(t). Por lo general la funcién de salida
es la identidad (F(x) = x) por lo cual la salida es considerada con el estado

de activacion de la neurona

¥,(t) = E,(a,(t)) = a,(t) (18)

Finalmente, el modelo neuronal que Brio y Molina (2002, 19) denomina como

estandar queda como se muestra a continuacion
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Conw,y=6,yx,=-1.

3.3 Arquitectura de las redes neuronales

En la seccion anterior se mostro los principales componentes de una red neuronal.
A continuacién, se expone las caracteristicas de cada nodo de la red, asi como la
organizacion de esta.

Generalmente, se puede encontrar tres tipos de neuronas:

- Las que toman la informacion de entrada, de las fuentes externas de la red.

- Las que procesan la informacion y generan cualquier tipo de representacion
interna de la misma. A estos se los denomina unidades ocultas pues no tienen
relacion directa con la informacion de entrada o de salida.

- Cuando ya se tiene procesada la informacién, esta pasa a los nodos de salida,
los cuales dan una respuesta al sistema.

La distribucion de estas neuronas estd dada formando niveles o capas de un
numero determinado de neuronas cada una. Asi, se puede determinar tres tipos de capas:
de entrada, ocultas y de salida, conformadas por los tipos de neuronas ya descritas.

El nimero de capas ocultas puede estar entre cero y un nimero elevado y pueden
estar interconectadas de diversas formas, estos dos aspectos determinan las distintas
tipologias de redes neuronales.

Otro aspecto importante en la arquitectura de una red neuronal es la forma en la
que se realizan las conexiones entre las neuronas, es decir, la forma en la que las salidas
de las neuronas estan encaminadas para convertirse en las entradas de otras neuronas.
Incluso se puede dar que la salida de un nodo sea la entrada de si misma, llamando a este
tipo de conexion como auto recurrente.

Gonzédlez y Hernando (2000, 67) mencionan dos tipos de conexiones,
propagacion hacia atras que es cuando las salidas de los nodos pueden conectarse con
capas previas o del mismo nivel, incluso con si mismos. Y propagacion hacia delante,

cuando la salida de los nodos se conecta Unicamente con nodos de capas posteriores.
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Figura 5
Estructura de una red neuronal artificial multicapa
Capade Capa Capade Salidas
— entrada oculta salida -
w@® w®)
Entrada 1 @ @ V1
X1
Entrada 2 @ @\ @ Y2
Xy \
X 9 Entrada3 @ @\\ Y3 - Y
X3
vee sse @//
Entrada n @ @ Yk
Xn

Fuente: Tudela y Nard6 (2011, 59)
Elaboracién: Propia

Es asi, que la arquitectura de las redes neuronales se basa en la forma en que se
organizan y disponen las neuronas formando capas mas o menos alejadas de la entrada y
salida de la red, tal como se muestra en la figura 5.

En general, no se cuenta con una regla que determine el nidmero Gptimo de
neuronal ocultas que ayudan a resolver un problema; sino més bien, es a base de prueba
y error, realizando cambios en el que se sume o reste el nimero de neuronas ocultas hasta
alcanzar la estructura que mejor se ajuste a la solucion de un problema dado (Tudela y
Nardo 2011, 59).

Se suele distinguir entre redes con una sola capa o un solo nivel de neuronas
denominadas como redes monocapa Yy, con multiples capas. Es asi que, los principales
parametros de una red neuronal serian el nimero de capas, el nimero de neuronas en cada
capa, el grado de conectividad y el tipo de conexion entre cada neurona (Carranza Bravo
2010, 12).

3.4 Modos de operacion de una red neuronal

Se considera dos tipos de operacion en un sistema neuronal: el modo recuerdo o

ejecucion y el modo aprendizaje.

- Fase de aprendizaje

Se tiene un especial interés en esta fase pues una de las principales caracteristicas

de una red neuronal es que son sistemas entrenables, es decir, son capaces de llevar a cabo
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un especifico procesamiento aprendiendo de un grupo de patrones de aprendizaje o
ejemplos.

Puede definirse al aprendizaje como el proceso en el cual se modifica los pesos de
la neurona en respuesta a la informacion de entrada. Tal como expresa, (Gonzalez y
Hernando 2000, 75) en el proceso de aprendizaje se destruye, modifica y crea conexiones
entre las neuronas; que una conexion se destruya significa que su peso pasa a tener el
valor de cero y que se cree significa que toma un valor diferente de cero.

Como ya se menciond, en el proceso de aprendizaje se modifican los pesos de las
conexiones. Por lo cual, se puede establecer que la red neuronal ha terminado su fase de
aprendizaje una vez que los pesos logren estabilidad en el tiempo. Generalmente, se
modifica los pesos sinapticos siguiendo cierta regla de aprendizaje, que es construida a
partir de una funcion de error. Este proceso es iterativo, es decir, los pesos van
actualizandose una y otra vez hasta que la red neuronal logra un rendimiento deseado
(Brio y Molina 2002, 26).

Es importante conocer las reglas de aprendizaje de la red; que son los criterios
para cambiar los pesos de las conexiones, con el objetivo que esta aprenda. Se considera
dos tipos de reglas, aprendizaje supervisado y no supervisado, cuya diferencia principal
radica en la existencia o no de un agente externo que controle el proceso.

Redes neuronales con aprendizaje supervisado: En este tipo de aprendizaje se
tiene la participacion de un agente externo o supervisor que establece la respuesta que
deberia tener la red a partir de una entrada especifica. Este supervisor comprueba la salida
de la red y si no se da la coincidencia con la deseada, se modifica los pesos de las
conexiones, hasta que la salida se aproxime al valor requerido (Gonzélez y Hernando
2000, 76).

Redes neuronales con aprendizaje no supervisado: Este tipo de aprendizaje no
requiere de un agente externo para ajustar los pesos de las conexiones, la red no recibe
informacion que le indique la salida deseada en funcion de una determinada entrada. Esto
significa que no se conoce si la salida de la neurona es correcta o no, se dice que estas
redes son capaces de autoorganizarse (Gonzélez y Hernando 2000, 82).

Un criterio a tener en cuenta en las reglas de aprendizaje es lo que se conoce como
aprendizaje on line y off line. Gonzélez y Hernando (2000, 76) establecen que en el
aprendizaje on line los pesos varian dindmicamente siempre que se ingrese nueva
informacion al sistema; mientras que, en el aprendizaje off line, una vez que la red a

aprendido, los pesos se mantienen fijos.
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- Fase de Recuerdo

Por lo general, una vez que la red a concluido su fase de aprendizaje esta se “apaga
o desconecta”; es decir, pasa a un estado off line, por lo cual, los pesos, conexiones y

estructura de la red se mantiene fijos y esta puede procesar nueva informacion.

3.5 Clasificacion de los modelos neuronales

Por lo expresado hasta el momento se puede deducir que dependiendo del modelo
de neurona que se utilice, su arquitectura, tipo de conexidn, y algoritmo de aprendizaje se
obtendran distintos modelos de redes neuronales.

En la figura 6 se expone, a modo de resumen, la clasificacion de las redes

neuronales por tipo de aprendizaje y arquitectura ya expuestas anteriormente.

Figura 6
Clasificacion de las redes neuronales

‘ MODELOS DE REDES NEURONALES ARTIFICIALES ‘

‘ NO
HIBRIDOS SUPERVISADOS SUPERVISADOS REFORZADOS

Conexidn hacia delante Conexién hacia atrés Conexién hacia delante Conexidn hacia atras

* Perceptrén * BSB * LAMyOLAM * ART

« Adalina/Madalina ¢ Fuzzy Cog. Map * Mapas de Kohonen * Hopfield
* Perceptron Multicapa * BP Through Time * Neocognitrén « BAM

* BackPropagation * Redes PCA

* Time-delay NN

* CMAC

* Correlacién en cascada

* Maquina de Boltzmann

. wa

* GRNN

* Support Vector Machines

« RBF * Premio-castigo asociativo
* Contrapropagacion * Critico adaptivo

Fuente: Brio y Molina (2002, 31).
Elaboracion: Propia.

En el caso de un credit scoring, los nodos de entrada representan las variables
independientes X, que son las caracteristicas propias del solicitante de crédito. La
respuesta de la neurona producira una salida que representa la variable dependiente Y,
descrita anteriormente (Jiménez-Caballero y Martinez 2000, 3).

El método que se utilizara para encontrar los pesos de la red neuronal, del presente
proyecto, es el algoritmo RPROP+ (resilient backpropagation with weight backtracking).
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Tal como lo expresa Riedmiller y Braun (1993, 586) el algoritmo
Backpropagation es el mas extensamente usado para aprendizaje supervisado y redes
neuronales multicapa. Desafortunadamente este puede ser muy lento para aplicaciones
practicas (Schiffmann, Joost, y Werner 1994, 3). Para superar esta dificultad se propone
diversas variantes a este método como el método RPROP+, el cual es usado en este
trabajo. Tanto el algoritmo Backpropagation como su variante RPROP+, son descritos a

continuacion.

3.6 Algoritmo Backpropagation

El algoritmo de backpropagation es el mas ampliamente usado para modelos con
aprendizaje supervisado multicapa. La idea bésica de este algoritmo es la siguiente:

En un espacio de N+1 dimensiones, donde N es el nimero de pesos de la red, se
representa una superficie que muestre el error que se genera en la red neuronal, para un
determinado valor en los pesos de esta.

El algoritmo backpropagation hace que se vaya bajando por la superficie del error

hasta lograr un minimo, es por esta razén que la variacion de un peso w;; de la red, en

una iteracion, al procesar un conjunto de patrones p;, es proporcional al gradiente

descendente (Gonzélez y Hernando 2000, 146).

Aw; = —a =2 (20)

6Wji
Considerando a E la funcion de error, se tiene que:
(')Ep (')Ep ayp] 6Net]

ale' - ayp] % aNetj aWji

(21

Donde wj; representa el peso de la neurona j a la neurona i, y,; es la salida de la

neurona j en el patrén p, y Net; es la suma ponderada de las entradas a la neurona j, es

decir:
k
Netj = z Wi X Y (22)
i=1
Ypj = f(Netj)
Siendo k, en nimero de entradas de la neurona j y f la funcion de activacion,
derivable.

Es asi, que la actualizacion de los pesos esta dada por la siguiente ecuacion:
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_ 0E,
wii(t+1) =w;(t) —a ow; (t+1) (23)

Es evidente que la eleccion de « tiene un efecto importante en el tiempo de
convergencia del algoritmo, el cual se detiene cuando el error resulte aceptablemente

pequerfio para cada uno de los patrones aprendidos.

3.7 Algoritmo RPROP+
Una alternativa al algoritmo de backpropagation es el resiliente backpropagation

(RPROP+) en el que, en lugar de usar la magnitud de la derivada %, presente en la
ecuacion 20, se considera Unicamente su signo multiplicado por una constante. Este
algoritmo tiene la ventaja de ser uno de los algoritmos de aprendizaje mas rapidos
(Almeida et al. 2009, 4).

El algoritmo RPROP+ consiste en los siguiente (Igel y Hisken 2000, 116): Para
cada peso se introduce su valor de actualizacion Aj;;, que determina el tamafio de la

actualizacion del peso.

( oF (t-1) oF ®
ntx AL si—E x—% >0
ale’ aW]l
AL= 9E, ™V  9E,®
Ji - t—1 . p 14
x AT <0 (24
n Jt St aW]l aW]l ( )
L AL L caso contrario

Donde 0 < n~ < 1 <n*. Aj; estan acotados por dos parametros A Y Amax-
Una vez obtenido los tamafios de actualizacion es necesario obtener el valor de
variacion de los pesos Awj;, distinguiendo dos casos.

Si el signo de la derivada parcial no ha cambiado se tiene:

. aEp (t-1) aEp ®) . . aEp ®) ,
Si aw, X A, = 0 entonces Awj; = —sign A, X Ay (25)

Donde el operador signo retorna el valor de +1 si el argumento es positivo, -1 si
es negativo y 0 en otro caso. En caso de que el signo de la derivada parcial cambia, se

tiene:

oE (t-1) JE ® JE ®
Si —2 X —F < 0 entonces Awfi = —AWfi_l y .
ow;; ow;;

v =0 (26)

Finalmente se actualiza los nuevos pesos, los cuales estan dados por,
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La funcion de error que serd usada para optimizar los pesos es la suma de los

errores cuadréaticos definida de la siguiente forma (Ladino 2014, 14):
n
1 532
E=2) 0i-9)° (28)
i=1

Donde n es el numero de datos en entrenamiento, observaciones, y; es la salida

deseada y y; es la salida de la red.

4.  Conceptos del proceso de modelizacion

Para la construccion de los modelos scoring, ya sea con el uso de regresion

logistica o redes neuronales, es necesario definir algunos conceptos:

4.1 Prueba Dickey — Fuller aumentada

La prueba de Dickey Fuller aumentada permite corroborar la estacionariedad de
una serie de tiempo. Cuando una serie no es estacionaria presenta al menos una raiz
unitaria, por lo que se busca contrastar la siguiente hip6tesis (Santos 2008, 197):

e Ho: la serie tiene raiz unitaria.
e Ha: la serie es estacionaria.

Se rechaza Ho si:

Valor absoluto (Estadistico de la prueba (ADF)) > valores criticos de la prueba
(1%, 5%, 10%)

4.2 Muestreo aleatorio simple

El tamafio de muestra necesario para estimar p (proporcién poblacional) con un
limite para el error de estimacion B, esta dado por (Scheaffer, Mendenhall, y Ott 2013,

100):
2

Npq B
donde: g =1—-p yD=T (29)

~(N—DD +pq

n

4.3 Roll Rate

Implica comparar el peor atraso en un X nimero de meses, con los posteriores X
meses. Y asi, calcular el porcentaje de operaciones o clientes que mantienen, mejoran o

empeoran su comportamiento, en distintos rangos de atraso. El propésito es identificar el
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punto de no retorno; es decir, el nivel de atraso en la cual, una operacion es considerada
como insalvable (Siddigi 2006, 40).1

4.4 Valor de Informacion (1V)

El valor de informacidn es un valor numérico que permite cuantificar el poder de
prediccion de una variable independiente. EI mismo, funciona con variables categoricas

(Zeng 2013, 6). Se calcula a partir de la siguiente expresion,

b;

v = Z(%—%) x In mi;fn (30)

Donde, n es el nimero de categorias en la variable independiente, b; y m; es el

namero de buenos y malos clientes dentro de la categoria i. Y b y m: el nimero total de
buenos y malos clientes en el periodo de modelo, respectivamente.

Intuitivamente, mientras mas grande sea el valor del 1V, més predictiva sera la
variable independiente categorizada. Sin embargo las variables con valores superiores a
0.5 deberian ser revisadas pues puede darse el caso de sobreestimacién (Siddigi 2006,
82).

Una regla, propuesta por (Siddigi 2006, 81), para los valores aceptados del 1V es:

Figura 7
Regla valor de la informacién IV
Valor IV Nivel de Prediccion
Menor que 0,02 No predictivo
Entre 0,02y 0,1 Débil
Entre 0,1y 0,3 Medio
Mayor que 0,3 Fuerte

Fuente: Siddigi (2006, 81)
Elaboracién: Propia

4.5 Backward Stepwise y criterio de informacion de Akaike (AIC)

La técnica de pasos hacia atras (Backward Stepwise) consiste en introducir en el
modelo todas las variables e ir excluyendo una tras otra segun algun criterio de evaluacion
(Moral 2006, 200). En este caso, se utiliza el AIC como criterio de seleccion de variables,

considerando aquellas que logren el menor valor AIC.

! Es decir, no se recupera el monto que la entidad otorga a la persona.
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El criterio de informacion de Akaike penaliza los modelos con muchos pardmetros
y busca determinar la significancia de incluir algunos pardmetros en el modelo (Sanchez
2012, 70). Este criterio se define como sigue:

Para un conjunto de m modelos, de tal forma que,

Mo Mt oD MY, (31)
Donde, j > i,i > 0y los subindices denotan el nimero de variables en cada modelo. Se
busca elegir aquel valor de j que minimice la siguiente expresion,
AIC = —=2logL + 2k (32)
Siendo, L es la funcion de maxima verosimilitud, que se define como:

2
L=—§log2n——loga - Z_tz (33)

Donde, k es igual al nimero de pardmetros del modelo, n corresponde al nimero
de datos para la construccion de este y a2 el promedio de los residuales e, al cuadrado.
Como se puede observar, AIC penaliza modelos segun su desviacion de los datos reales,
siendo el mejor modelo aquel que manifieste el valor mas pequefio entre todos los

modelos evaluados, siendo este el que mejor ajusta a los datos (Sanchez 2012, 71).

4.6 Estadistico de Wald

Para corroborar la significancia de los coeficientes de un modelo logit, se contrasta
la siguiente hipotesis nula:

Hy: 5 =0

Considerando a ; como el coeficiente estimado correspondiente a la variable
independiente x;.

Asi, se cuenta con el estadistico de Wald (Wasserman 2010, 183): Sea 6 un
parametro escalar, & un estimador de 6 y sea Se el error estandar estimado de 6
Considerar probar Hy:0 = 8, versus H;:0 # 6,. Se asume que # es asintticamente
normal,

M — N(0,1). (34)
se

Con un nivel de significancia de «, la prueba de Wald establece: Se rechaza H,

cuando |W| > z,,, donde,

~

_60

W=-—= (35
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En este caso, 8, = 0, por lo cual el estadistico de Wald se simplifica a,

B
w== (36

4.7 GVIF: Factor de inflacion de la varianza generalizado

GVIF es una medida de cuanto de la varianza del coeficiente estimado g; esta

inflado por la existencia de correlacion entre las variables independientes del modelo. Se
usa cominmente cuando se tiene variables categdricas con mas de dos valores posibles o
con variables polinomiales (Fox 2003, 16), esta dado por,

detR; X detR_;
detR

Siendo det R; el determinante de la matriz de correlacion sobre las columnas de

GVIF,; = (37)

la variable i, detR_; el determinante de la matriz de correlacion sobre las columnas del
resto de variables del modelo, distintas a la variable i y det R el determinante de la matriz
completa de correlacién. Cuando el nimero de coeficientes de cada variable es uno, el
GVIF coincide con VIF.2 A pesar, de no tener una regla formal, generalmente se acepta
que valores de GVIF superiores a 10 puede ser perjudicial (Yoo et al. 2014, 3).

4.8 Estadistico de Kolmogorov — Smirnov (KS)

El estadistico de Komogorov Smirnov consiste en medir cuan distintas son las
funciones de distribucién de buenos y malos clientes para cada valor de puntaje score.

El valor del estadistico esta dado por (Rezac y Reza¢ 2011, 4):

KS = Max;(P,()) — P,()) (38)
Donde:
i: esel valor de score,enelrango L - H, quees, L <i < H.
P4(i), Py, (i): Proporcion de buenos y malos con score menor o igual a i, en la

poblacion.

N,() <
P,(i) = ;"Vj)=2pg(/)
=L

. .y . 1 . .. . -2
2 Factor de inflacion de la varianza (VIF): = Y] siendo R? el coeficiente de determinacion, que
i
representa la proporcion de la varianza de la variable independiente i, que se asocia con las otras variables

independientes en el modelo.
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MO N
o —;pbm (39)

P,(i) =

Con:

N, El total de buenos en la poblacion.

N,: El total de malos en la poblacién.
Ny (i), Np(i): El nimero de buenos y malos en la poblacion con scores menores

oigualesai.
i

Ny = Y () ¥

J=L
i

Ny = ) () (40)

j=L

py(@), pp(i): Es la proporcion de buenos con score i y malos con score i en la

poblacion.
@) =0 =20 )

Finalmente, n, (i) y n, (i) el nimero de buenos casos y malos con score i, en una
poblacion.

El estadistico puede ser usado para medir la capacidad de clasificacion de un
modelo, tomando valores entre 0 y 1. Se considera que un modelo con un KS menor a
20% debe ser cuestionado y mayor a 70% sea, probablemente, muy bueno para ser cierto
(Anderson 2007, 196). TransUnion, empresa lider en gestion de la informacion de credito,
mide la efectividad de sus scores de riesgos de acuerdo con los siguientes estandares

internacionales.

Figura 8
Estandar estadistico KS

© 2 © ¢ o

Modelo no Satisfactorio Bueno Muy Bueno Extraordinario
funciona

Fuente y elaboracién: TransUnion (2012, 3)
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4.9 Coeficiente de GINI

El coeficiente de Gini es un estadistico usado para medir cuan bien el modelo
scoring distingue entre los buenos y malos clientes, toma valores entre 0 y 1,
considerando que, si el coeficiente de Gini es igual a 1, entonces el modelo separa
perfectamente a buenos y malos (Anderson 2007, 204).

El estadistico esta dado por la siguiente ecuacion:
Hl

Gini =1 — Z(Pb(i +1) = P,)(BG+ D + B (D) (42)

i=L
Donde:
i eselvalordescore,enelrango L - H,quees, L <i <H.
P4 (i), Py(i): Proporcion de buenos y malos con score menor o igual a i, en la
poblacidn, respectivamente.
Se considera que para modelos de originacién, un coeficiente de Gini menor a

35% es sospechoso y mayor o igual a 50% es mas que satisfactorio (Anderson 2007, 205).

4.10 Matriz de confusion: error, sensibilidad y especificidad

Una forma simple de evaluar la predictividad de un modelo, es calculando el
porcentaje de clientes que este clasifica de forma correcta. Este porcentaje de clasificacion
es derivado, de la matriz de confusién, la cual es construida de la siguiente forma:

- Elegir un punto de corte, para los valores de score obtenidos.

- Clasificar a todas las operaciones o clientes con un valor de score por debajo del
punto de corte, como malos esperados. Y a los que tiene un valor de score por
encima del punto de corte, como buenos esperados.

- Construir una tabla cruzada entre la clasificacion real u original de bueno/malo y
la de bueno/malo esperado, obtenida en el paso anterior.

- Calcular las diferentes ratios que pueden ser obtenidos del modelo, como error,

valor de sensibilidad y especificidad.

Los casos correctamente clasificados son denominados como verdaderos
positivos (buenos) y verdaderos negativos (malos). Si no son bien clasificados se tiene a
los falsos positivos (malos que son clasificados como buenos) y a los falsos negativos
(buenos que son clasificados como malos).

Ademas, se define como sensibilidad y especificidad, a la habilidad del modelo

de catalogar correctamente al cliente bueno y malo, respectivamente. La forma general
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de la matriz de confusion es mostrada en la tabla 1. Y en la tabla 2 se expone los
indicadores de eficiencia, que seran usados para comparar los dos modelos desarrollados,

construidos a partir de la matriz de confusion.

Tabla 1
Matriz de Confusion

Real

Matriz de Confusion
0: Malo | 1: Bueno

0: Malo A B

Estimado

1: Bueno C D

Fuente y elaboracion propias

Tabla 2
Indicadores de eficiencia

Norr_lbre de Definicion Formula
Indicador
. ' { icci A+D
Tasa de aciertos Cociente entre el niUmero de predicciones
correctas y el total. A+B+C+D
Cociente entre el nimero de predicciones B+C
Error .
incorrectas y el total. A+B+C+D
Sensibilidad Cociente entre el nimero de buenos D
clasificados correctamente y el total de buenos. B+ D
e Cociente entre el numero de malos clasificados A
Especificidad —
correctamente y el total de malos. A+C

Fuente y elaboracién propias

Una forma de obtener el punto de corte que permita nivelar la prediccion correcta
de buenos y malos es hacer uso del indice de Youden, que esta dado por:
Indice de Youden (YI) = max(Sensibilidad + Especificidad — 1) (42)
En una curva ROC, que sera definida en el siguiente apartado, el indice de Youden
es la distancia vertical maxima entre la curva y la diagonal. Siendo el punto de corte

optimo, aquel en el cual se alcanza el valor de Y1 (Cadarso Suarez 2010, 19).
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411 Estadistico AUROC

Es una medida de performance cercanamente relacionada al coeficiente de Gini y
mide el éarea entre la curva y la diagonal conformada en la grafica de
sensibilidad vs (1 — especificidad), comunmente llamada Curva ROC, para el total
de los valores de probabilidad. Permite medir la eficacia predictiva de un modelo,
evaluando gréaficamente la capacidad de este para discriminar entre buenos y malos.

La relacion entre el estadistico AUROC vy el coeficiente de Gini es el que se
muestra a continuacion (D. Hand y Till 2001, 173):

AUROC = —Gim; L a3

El valor de AUROC varia entre 0 y 1. Un valor de 0,5 implicaria que el modelo
es igual a hacer una clasificacién aleatoria para catalogar a un cliente como bueno o malo,
un valor de 1 significa que las clasificaciones son perfectamente correctas y un valor de
0 implica que las mismas con totalmente incorrectas (Anderson 2007, 207). Tal como
expresa (Siddigi 2006, 124) el valor del estadistico AUROC debe estar sobre 0,5, y un

valor superior a 0,7 se considera adecuado.
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Capitulo tercero: Proceso de modelacion

En el presente capitulo se busca exponer los resultados obtenidos en el proceso de
modelacion de un modelo credit scoring, previo a aplicar las metodologias de regresion
logistica y redes neuronales.

Se aplicara las dos metodologias, en el proceso de modelizacién de un scoring,
para una cartera de microcrédito de una institucion financiera ecuatoriana de mediano
tamafio, del sector privado; la cual serd nombrada Institucion X. Mencionada cartera de
Microcrédito, corresponde a créditos desembolsados entre enero del 2014 y diciembre del
2017.

Ademas, es importante mencionar que las operaciones seleccionadas
corresponden a clientes bancarizados, es decir, que fueron reportados en la central de
riesgos al menos una vez durante los ultimos treinta y seis meses, anteriores al
correspondiente desembolso; esto con el fin de hacer uso de variables de central de riesgos
para explicar el comportamiento del cliente.

Los modelos credit scoring pueden ser aplicados en cualquier momento durante
el ciclo de vida de un crédito; diferenciandose principalmente por

a) El objetivo para el que se lo construye, y

b) La disponibilidad de informacion con la que se cuenta.

Tal como lo expresa Bolivia et al. (2008, 56) por lo general se clasifica los
modelos scoring en dos tipos:

- Scoring de originacion: Interviene en la fase de aprobacion o evaluacion de
solicitudes de nuevos créditos.

- Scoring de comportamiento: Se realiza para dar seguimiento a los clientes ya
incorporados a la institucion.

En el presente estudio se busca desarrollar dos modelos credit scoring de originacion. Es
decir, los modelos buscaran determinar la probabilidad de incumplimiento asociado a
solicitudes de nuevos créditos, permitiendo:

a) Segmentar la poblacion de solicitantes de crédito asociando al solicitante una
probabilidad de incumplimiento, la cual puede ser expresada como un puntaje
(score) de tal forma que a mayor puntaje menor probabilidad de incumplimiento,
y a menor puntaje, mayor probabilidad de incumplimiento; esto, dependiendo de
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como haya sido definida la variable dependiente bueno/malo, la cual se explicara
mas adelante.

b) Apoyar en la toma de decisiones de aprobacion o rechazo de las mismas.

c) Establecer estrategias comerciales diferenciadas por punto de corte, pues se puede
discriminar a solicitantes que deben ser rechazados (puntaje mas bajo) de aquellos
cuya aprobacion de crédito deberia ser inmediata (puntaje mas alto).

De esta forma, se plantea las siguientes etapas para el desarrollo de los modelos scoring
de originacion:

Figura 9
Esquema de modelizacion de un scoring

Seleccién y consistencia
de la muestra

}

Definicion de buen y mal
cliente

!

Analisis de las variables
independientes

!

Construccion de los
modelos

l

Validacion estadistica de
los modelos

Finde la

— ¢las pruebas son aceptables? =—— o
modelizacion

NO Sl

Fuente y elaboracion propias

En este capitulo, se desarrollara los puntos correspondientes a:
- Seleccion y consistencia de la muestra.
- Definicion de un buen y mal cliente.

- Anadlisis de las variables independientes.
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1.  Seleccion y consistencia de la muestra

Para el desarrollo de un modelo scoring es necesario contar con una muestra de
clientes previos, y su respectiva informacion crediticia; la cual permitira explicar su
comportamiento. Tal muestra, debe cumplir dos principios fundamentales:

- La muestra debe ser representativa: Representativa en el hecho que esta debe
representar a aquellos solicitantes que aplicaran a un crédito en un futuro.

- Y debe contar con informacion suficiente: Este punto se refiere a que la muestra
debe incorporar casos de diferente tipo de comportamiento de pago (bueno y
malo), de tal forma que sea posible identificar las caracteristicas, mas
representativas, que reflejen el comportamiento de pago de los clientes de la
muestra (Thomas, Edelman, y Crook 2002, 137).

Por la necesidad que la muestra sea representativa, se prefiere considerar grupos
de muestras recientes, pues son los que presentaran caracteristicas mas similares a
potenciales clientes.

Sin embargo, un scoring es construido bajo el supuesto que el comportamiento
futuro sera un reflejo del comportamiento pasado y para definir este comportamiento es
necesario establecer una definicion de buen o mal cliente. En este sentido, es necesario
contar con un periodo de tiempo al cual se denomina periodo de desempefio, en el que se
pueda observar el comportamiento de pago del cliente y de esta forma poder catalogarlo
como bueno o malo.

Por otra parte, para definir a un cliente como bueno o malo se establece una
muestra a la cual se denomina periodo de observacion o periodo de modelizacién, en ella
no se puede considerar grupos de créditos recientes pues no se contaria con el tiempo
suficiente para observar el comportamiento de pago del cliente. De esta manera es
importante establecer dos periodos, tal como se ilustra en la figura 10:

Figura 10
Definicién del performance

Periodo de desempefio
Usualmente 12 meses

| Periodo de modelizacion

Nuevo cliente é¢Bueno o malo?

-
Fuente: Siddigi (2006, 33)
Elaboracién: Propia
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La figura 10, sintetiza los dos periodos que se deben determinar al momento de
seleccionar la muestra.

- Periodo de modelizacion: Periodo que cumpla con los requisitos de ser madura
y estable. Representa el tiempo en el cual se sitla el modelador para observar el
desempefio del cliente.

- Periodo de desempefio: Tiempo en el cual se puede definir el comportamiento
de pago de un cliente, de tal forma que pueda ser catalogado como buen o mal
cliente.

Tal como lo expresa Thomas, Edelman, y Crook (2002, 137), usualmente se fija
un periodo de desempefio de 12 meses para un scoring de originacion. Por lo cual, la
interrogante es conocer cual serd el periodo de modelizacién que cumpla con las dos

caracteristicas descritas (madura y estable).

2.  Determinacion del periodo de modelizacion

Se busca determinar un periodo de tiempo que cumpla con las caracteristicas de
madurez y estabilidad en el tiempo.
a) Madurez
Se considera a una cartera como madura cuando cuenta con el tiempo suficiente
para determinar el comportamiento de pago del cliente; es decir, que pudo ser observada
en un periodo igual al periodo de desempefio. Es importante la madurez de la cartera pues
permite no calificar como bueno a un cliente malo, ya que si no se cuenta con el tiempo
suficiente de observacion no se podré establecer su comportamiento de pago, de forma
correcta (Bambino Contreras 2005, 22).
b) Estabilidad
Es importante considerar un periodo en el cual la poblacion de clientes presenta
un comportamiento estable, para de esta forma alcanzar la madurez adecuada de la
cartera. Un indicador comUnmente usado es la tasa de morosidad, la cual es calculada
para cada mes de desembolso o colocacion (cosecha) dentro del periodo de modelizacion
(Bambino Contreras 2005, 23) ,

] Numero de clientes en mora
Tasa de morosidad = - - (44)
Numero total de clientes

La tasa de morosidad busca representar, por mes de colocacion, la relacién entre
los clientes en mora sobre el total de clientes, con el propoésito de establecer los periodos
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en los cuales esta relacion se estabiliza, denotando un comportamiento estable de la
cartera.

Se dice que una cartera es estable si mantiene su tasa de morosidad a lo largo del
tiempo; es decir, la relacion en la cosecha t, presenta pequefias variaciones en el tiempo
t+1 y t-1. Estadisticamente, se busca comprobar que no existe tendencia, en esta relacion,
en el periodo de tiempo considerado.

En lafigura 11, se tiene la representacién de la tasa de morosidad para las cosechas
comprendidas entre enero 2014 y diciembre 2017, considerando como cliente en mora a
aquel con un atraso mayor a treinta dias en su periodo de desempefio, pues es el corte que
la institucion financiera X considera en sus procesos.

Como se puede observar, para las cosechas mas cercanas a diciembre 2017 la tasa
de morosidad decrece, esto no es necesariamente por que haya mejorado el
comportamiento de los clientes sino mas bien porgue a estas cosechas les falta tiempo de

maduracion o de observacion de su comportamiento.

Figura 11
Analisis de cosechas
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Fuente y elaboracién propias

En el presente caso de estudio, se considera un periodo de desempefio igual a 12
meses, que como ya se menciono es el mas comun para scores de originacion; por lo cual,
Unicamente se toma en cuenta a cosechas comprendidas entre enero 2014 y diciembre
2016, como candidatas para el periodo de modelizacién.

Es asi como, se busca demostrar que la serie definida entre enero 2014 y diciembre

2016 es estacionaria, y de esta forma definir al periodo de modelizacién como estable.
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Para corroborar la estacionariedad® de la serie conformada por la tasa de
morosidad de las cosechas comprendidas entre enero 2014 y diciembre 2016, se hace uso
de la prueba de Dickey - Fuller aumentada. La prueba es realizada en el programa

estadistico Eviews 8, cuyos resultados son expuestos a continuacion.

Figura 12
Prueba ADF — Raiz Unitaria
Hipotesis nula: La serie MICRO tiene una raiz unitaria
Exogena: Constante
Lag Length: 0 (Automatic - based on SIC, maxlag=7)

Estadistico-t  Prob. *

Estadistico Dickey-Fuller Aumentado -4,592719 0,0009
\Valores criticos: 1% nivel -3,661661

5% nivel -2,960411

10% nivel -2,619160

*MacKinnon (1996) one-sided p-values.

Ecuacion de la prueba Dickey-Fuller aumentado
\Variable dependiente: D(MICRO)

Método: Minimos cuadrado

Fecha: 02/16/19 Tiempo: 12:35

Muestra (ajustada): 2014M02 2016M08
Observaciones incluidas: 31 después de ajustes

Variable Coeficiente  Std.. Error Estadistico-t Prob.
MICRO (-1) -0,795826 0,173280 -4,592719 0,0001
C 0,076068 0,020800 3,657040 0,0010
R-cuadrado 0,421078 Media dependiente var. -0,006074
R-cuadrado ajustado 0,401115 S.D. dependiente var. 0,076403
S.E. de la regresion 0,059127 Akaike info. criterio -2,755928
Sum. Res. Cuadrados 0,101383 Schwarz criterio -2,663412
Log likelihood 44,71688 Hannan-Quinn criter. -2,725770
F-estadistico 21,09307 Durbin-Watson estat. 2,098933
Prob(F-estadistico) 0,000079

Fuente y elaboracion propias

Segun lo evidenciado en la figura 12, el p-valor de la prueba es igual a 0,0009 por lo cual
se rechaza la hipotesis nula al 95% de confianza. Es decir, la serie tasa de morosidad es
estacionaria para el periodo de modelizacion; por lo cual se establece que el periodo de
modelizacion es estable.

Con las consideraciones anteriores se establecié como periodo de modelizacion

de enero 2014 a diciembre 2016, con un total de 23.138 clientes cuyo comportamiento es

3 Un proceso se dice estacionario si cumple tres supuestos: 1. La varianza es finita y constante a
lo largo del tiempo. 2. La media es constante a lo largo del tiempo. 3. La auto covarianza para dos puntos
distintos de tiempo solo depende del lapso de tiempo entre estos (Santos 2008, 3).
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maduro, estable y cumple con lo dispuesto por la Superintendencia de Bancos y Seguros
quién establece contar con al menos tres afios para el periodo de modelizacion.

De manera especifica el Articulo 7, seccion lll.- “Metodologia y procesos de
administracion de riesgo de crédito”, del titulo X.- “De la gestion y administracion de
riesgos”, del libro I, de la Codificacion de Resoluciones de la Superintendencia de Bancos

y Seguros y de la Junta Bancaria sefiala:

“Metodologias y técnicas analiticas basadas en el comportamiento histérico de los
portafolios de inversion y de las operaciones de crédito y contingentes, que permitan
determinar la pérdida esperada sobre la base de la probabilidad de incumplimiento, el nivel
de exposicion y la severidad de la pérdida. Para el calculo de estos componentes se debera
disponer de una base de datos minima de tres (3) afios inmediatos anteriores, que debera
contener elementos suficientes para el calculo de los aspectos senalados” (SBS 2003).

En este punto se busca establecer la representatividad de la muestra y nace la
pregunta ;Qué muestra? Tal como lo expresa Siddigi (2006, 63) en todo desarrollo de un
scoring se debe segmentar a la muestra total del periodo de modelizacion en un conjunto
de datos para el desarrollo y validacion del mismo.

Hay varias formas para segmentar al periodo de modelizacién, para obtener un
conjunto de datos que sirva en el desarrollo del scoring, al cual se denomina Periodo de
Modelo y los datos que sirva para validar el scoring, que sera denominado Periodo de
Testing.

Normalmente, se considera un porcentaje del 70% al 80% para el periodo de
Modelo y el 20% al 30% restante como periodo de Testing. Si el periodo de modelizacion
fuera pequefio se podria considerar el 100% del mismo, para el desarrollo del scoring y
tomar submuestras aleatorias de 50% a 80% para validar (Siddigi 2006, 63).

Es asi que, se debe corroborar que la submuestra del periodo de modelo sea
representativa para el periodo de modelizacion, para esto se aplica el método de muestreo
aleatorio simple, expuesto en el marco teodrico, cuyos resultados se muestran a
continuacion.

Se estima la muestra para distintos niveles de error, con un nimero de clientes en

el periodo de modelizacion de 23.138 (N) y una tasa de morosidad de 11,73% (p).
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Tabla 3
Tamano muestra periodo de modelo
B n % Muestra Modelo
0,50% 9.653 41,7%
0,30% 15.395 66,5%
0,25% 17.315 74,8%
0,20% 18.911 81,7%
0,19% 19.254 83,2%
0,18% 19.591 84,7%
0,17% 19.921 86,1%
0,16% 20.242 87,5%
0,15% 20.554 88,8%
0,14% 20.854 90,1%
0,13% 21.141 91,4%
0,12% 21.415 92,6%
0,11% 21.673 93,7%
0,10% 21.913 94,7%
0,09% 22.136 95,7%
0,08% 22.339 96,5%
0,07% 22.521 97,3%
0,06% 22.682 98,0%
0,05% 22.819 98,6%

Fuente y elaboracion propias

A partir de lo expuesto se concluye lo siguiente:

e Periodo de Modelo: Se toma de forma aleatoria un total de 17.315 clientes del
total comprendido entre las cosechas de enero 2014 a diciembre 2016,
representando el 74,8% del total del periodo de modelizacion que equivale a un
error del 0,25% (Ver tabla 3). En este periodo se desarrollan los dos modelos
scoring.

e Periodo de Testing: Corresponde al 25,2% restante de los registros presentes en
el periodo de modelizacion, pero no en el periodo de modelo (5.823 registros).
Este periodo servira para validar los modelos scoring que se desarrollen a partir

de la informacion presente en el periodo de modelo.

3. Definicién de buen y mal cliente

Un siguiente paso, en el proceso de modelizacion, y que va de la mano con la
definicién de los periodos de modelo y testing, corresponde a la definicidn de buen y mal
cliente.

Para el caso de modelos de riesgo, la definicion de un mal cliente es aquel que, de

conocer su comportamiento, la institucion, no le hubiese desembolsado; por lo cual, para
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catalogar a un cliente como bueno o malo se hace uso de su comportamiento de pago,
luego del desembolso.

Sin embargo que una cartera sea catalogada como mala, no significa que la
restante sea buena, es por esta razén que se incluye la categoria de indeterminados, para
asegurar que se logre una correcta distincion entre buenos y malos clientes (Thomas,
Edelman, y Crook 2002, 138).

Tal como expresa Siddigi (2006, 40) una de las metodologias para la definicion
de cliente es hacer uso de un anélisis de roll rate, en donde se busca conocer la tasa de
rotacion de los clientes que hallandose en un rango de atraso especifico, transitan a un

distinto rango, luego de un periodo de tiempo.

Tabla 4
Roll Rate — Definicién de Cliente bueno, malo e indeterminado

Rangos de , .
L. NuUmero de clientes en , .
atraso maximo los rangos de atraso Numero de clientes con atraso
luego de 6 & ’ mayor a 90 dias, luego de 12 meses Roll Rate
luego de 6 meses del
meses del de su desembolso
desembolso
desembolso

a:0-16 20.386 121 0,6%
b:17 - 30 1.425 189 13,3%
c:31-90 602 422 70,1%
d: >90 725 725 100,0%
Total 23.138 1.457 6,3%

Fuente y elaboracion propias.

Segun la definicion de roll rate, es necesario analizar el atraso de los clientes en
X namero de meses Yy luego ver su transicion transcurrido el mismo periodo. En este caso
se considera el atraso maximo que tuvieron los clientes desembolsados en el periodo de
modelizacién luego de seis meses del desembolso, al ser el tiempo intermedio en el que
se analiza el comportamiento de una persona.

Para cada uno de los clientes, en los rangos de atraso analizados, se considera
cuantos han pasado a un atraso maximo mayor a 90 dias, luego de 12 meses de su
desembolso.

Se establece 90 pues son los dias de morosidad que considera la Superintendencia
del Ecuador para catalogar a un crédito de Microcrédito en la categoria D (SBS 2016);
categoria considerada como de dudoso recaudo; es decir, que es poco probable que salga

de ese rango de morosidad.
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Figura 13
Roll Rate: Atraso mayor a 90 dias luego de 12 meses del desembolso
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100,0%
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12 mesesdel desembolso

20,0%

Roll Rate: Atraso mayor a 90 dias luego de

0,0%
a:0-16 b:17-30 c:31-90 d: >90

Rangos de atraso luego de 6 meses del desembolso

Fuente y elaboracion propias

Para la categorizacion de los clientes en bueno, malo e indeterminado se considera
los porcentajes de roll rate, en cada uno de los rangos de morosidad luego de los 6 meses
del desembolso de la operacion. Se puede observar, tanto en la tabla 4 como en la figura
13 que hay una fuerte diferenciacion en los porcentajes de roll rate para los rangos de
atraso a: 0-16 y c: 30-90, con 0,6% y 70,1%, respectivamente.

Por lo cual se define como cliente bueno a aquel con un atraso maximo, dentro del
periodo de desempefio, menor a 16 dias y cliente malo a aquel con un atraso mayor a 30
dias. Para los indeterminados se considera los rangos de atraso entre 17 y 30 dias que
tiene un roll rate de 13,3%, que es un valor intermedio entre los valores concedidos a
buen y mal cliente.

Es necesario recalcar, que las buenas précticas establecen que el porcentaje de
indeterminados dentro del periodo del modelo deberia llegar a un maximo de 10% a 15%
(Siddigi 2006, 44). A continuacion, se expone a modo resumen la definicion de tipo

cliente, aplicada en el periodo de modelo y testing.
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Tabla 5
Definicion del tipo de cliente

Atraso maximo luego de

Y: Tipo Cliente 12 meses del Nro. Clientes %Clientes
desembolso

0: Malo >30 2.031 11,7%
1: Bueno 0-16 13.656 78,9%
2: Indeterminado 17-30 1.628 9,4%
Periodo modelo 17.315 74,8%

0: Malo >30 682 11,7%
1: Bueno 0-16 4.614 79,2%
2: Indeterminado 17 -30 527 9,1%
Periodo testing 5.823 25,2%

Periodo modelizacion 23.138 100,0%

Fuente y elaboracion propias

Podemos observar, en la tabla 5, que la proporcion de buenos y malos para el
periodo de modelo es de aproximadamente 6,7;* es decir, por cada cliente catalogado
como malo, alrededor de 7 son catalogados como buenos. Esto se considera adecuado
pues en la practica no se hallara una relaciéon homogénea de buenos y malos, es comun
que el porcentaje de malos sea pequefio pues de no darse el caso no existiera negocio
crediticio sostenible en el tiempo.

Antes de pasar a la siguiente seccidn, se considera importante mencionar que para
el andlisis de las variables independientes y la construccién de los modelos scoring se
considera unicamente a los clientes catalogados como buenos y malos, dejando de lado a
los indeterminados, en el periodo de modelo. Esto con el objetivo de hacer una clara
distincion entre un cliente de buen y mal comportamiento, de tal forma que el modelo
scoring logre identificar de mejor forma a las variables que distingan entre los mismos;

considerando asi un total de 15.687 clientes, para el desarrollo de los modelos.

4 El valor de 6,7 se obtiene dividiendo los 13.656 clientes catalogados como buenos, para los 2.031
clientes catalogados como malos, en el periodo de modelo.
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4.  Analisis de las variables independientes

Es importante mencionar que serdn denominadas como variables independientes
a aquellas caracteristicas del cliente que ayudaran a discriminarle como bueno o malo;
tales caracteristicas pueden venir de tres distintas fuentes de informacion, las cuales seran
expuestas a continuacion (Bambino Contreras 2005, 29):

- Variables provenientes de la solicitud del crédito, catalogadas como
demogréficas.

- Variables provenientes de la central de riesgos o bur6 de crédito que denotan el
comportamiento del cliente en un entorno externo a la institucion.

- Variables de comportamiento interno del cliente, propias de la operacion
desembolsada.

A partir de este punto se denomina a la variable de tipo de cliente, definida en la
seccion 3, como variable dependiente, la cual sera explicada por el conjunto de variables
independientes.

Existen dos tipos de variables a analizar:

e Cualitativas: Son aquellas no numéricas, que constan de distintas categorias o
atributos como el género, tipo de vivienda, actividad econdémica, etc.

e Cuantitativas: Son aquellas variables numéricas como el ingreso, edad, nimero
de cargas familiares, etc.

Es necesario recordar que tanto para el modelo de regresion logistica como de
redes neuronales la variable dependiente es categorica y dicotdmica. Ademas, se incluira
en los dos modelos a desarrollar, las variables, ya sean cualitativas o cuantitativas, una
vez se las haya categorizado y dicotomizado®, pues si bien el modelo de redes neuronales
no calcula para cada variable independiente un coeficiente de regresion, como bien lo
hace el de regresion logistica; en el modelo logit se cuenta con el concepto de odds ratio,
que representa una medida fundamental que evalta la fuerza de asociacion entre dos
variables categoricas dicotomicas (Canela y Monge 2007, 5), alcanzando una mejor
interpretacion de las variables que se incluyen al modelo; pues toman el valor de 1 cuando
se cumple la caracteristica deseada y se considera al complemento como la categoria de

referencia, logrando un mejor analisis de la variable.

® El término dicotomizar se refiere a convertir cada categoria de la variable independiente en
analisis en una nueva variable que resultara dicotomica.
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Para realizar la categorizacion, se hara uso de arboles de decision, de forma que
se logre la particion de la variable que mejor explique la variable dependiente Y.

Esta seccion se divide en dos partes, en primer lugar, se hard un analisis
exploratorio de las variables y se procedera a categorizar (empleando arboles de decision)
a aquellas que resulten adecuadas luego de este analisis. Como segunda parte, una vez

categorizadas las variables se analizara su relacion con la variable dependiente.

4.1 Analisis exploratorio de las variables

Se cuenta con un total de 79 variables construidas a partir de la informacion
interna de la institucion y del burd del cliente, cuyo listado y descripcion se encuentran
en el anexo 1. En el analisis exploratorio se busca identificar y cuantificar, lo siguientes
puntos:

- Valores perdidos: Se considera como valores perdidos a todos aquellos
valores, que por alguna razon desconocida no se cuenta dentro de la variable
independiente. Si el porcentaje de valores perdidos para una variable, supera
el 5%, no se la considerard dentro del grupo de variables independientes a
incluirse en los modelos.

- Inconsistencia en las variables: Se busca que no existan valores que no
concuerden con la naturaleza de la variable, por ejemplo, que dentro de la
variable edad existan valores negativos. Ademas, se comprueba que las
variables dentro de un determinado dominio no salgan del rango de valores
permitido, por ejemplo, variables de tipo porcentual, deben estar dentro del

rango de O a 1.

4.2 Categorizacion de las variables

Como ya se menciono, se categorizd las variables a partir de arboles de decision,
tanto a variables cualitativas como cuantitativas, buscando crear grupos con al menos el
5% del total de registros. Una regla comdnmente usada para el nimero de observaciones
en cada nodo, es considerar del 5% al 10% del total de la muestra (Weldon 2011, 2).

A modo de ejemplo, se muestra el arbol generado para la variable correspondiente
al nimero de instituciones de central de riesgo, en las que el cliente tiene deuda al
momento del desembolso, que denominaremos Num_Inst_Adeuda, para poder tratarla

con facilidad. El resto de los arboles pueden ser observados en el anexo 2, los cuales son
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generados haciendo uso del programa estadistico SPSS AnswerTree version 3.0 y del
método CHAID® para la categorizacion de la variable.

) Figura 14
Arbol de decision para la variable Num_Inst_Adeuda

Node 6
Category % n
i >1 —\m 0 16.52 483
1 8348 2440
Total (18.63) 2923
Node 0 X Node 5
. . Category % n [ Num. Kist Adeuda Category % n~
; .0 1295 2031 =) i P_value=0.0000, Chi-square=80.0113, df=2 t A e
1 87.05 13656 | ! ‘ 1 85.41 3963
Total (100.00) 15687 |— Total (29.58) 4640
Node 4
Category % n
0- m 0 10.72 871
1 89.28 7253
Total (51.79) 8124

Fuente y elaboracién propias

Como se puede observar, en la figura 14, el arbol establece tres categorias para la
variable Num_Inst_Adeuda, las cuales permiten explicar la variable dependiente Y, pues
se rechaza la hipdtesis nula de independencia entre estas dos variables, a un nivel de
confianza del 95% (p-valor menor a 0,05).

Una vez categorizadas las variables y luego de realizar el analisis exploratorio de
las mismas, se realiza el analisis de la relacién de las variables independientes
categorizadas con la variable dependiente Y, y su estructura. Para establecer variables

que aporten al modelo y que logren su generalizacion y transferencia.

4.3 Eleccion de variables predictoras

Para la eleccion de las variables independientes que seran usadas en el desarrollo
de los modelos se hace uso del estadistico 1V, el cual fue construido en el programa R. A
modo de ejemplo, se expone el valor de informacion (V) para la variable
Num_Inst_Adeuda (ver tabla 6), con la categorizacidn obtenida por el arbol de decision.

Como se puede observar, el valor 1V para esta variable es superior a 0,02 e inferior
a 0,1 (0,045), por lo cual entra en la categoria de prediccion débil de la variable
dependiente Y. En los modelos se incluird aquellas variables que superen el valor de 0,02,
es decir, que su nivel de prediccion sea al menos débil.

6 EI método CHAID (del inglés Chi-squared Automatic Interaction Detection) usa el estadistico
Chi - cuadrado para segmentar la variable, de tal forma que se logre el mayor grado de dependencia con la
variable dependiente Y.
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Tabla 6
IV — Variable Num_Inst_Adeuda
Nueva Lo . NUmero de Ndamero de
categorizacion Shinzzel o £ el e clientes clientes S by m by
- partir de la variable original = (2-%) xin| 5 b)
obtenida por el Num Inst Adeuda catalogados como catalogados como /i
arbol - = malos (bi) buenos (mi)
0 0 871 7.253 2,2%
1 1 677 3.963 0,6%
2 >1 483 2.440 1,7%
Total 2.031 13.656 4,5%

Fuente y elaboracién propias

Como ya se menciond, inicialmente se cuenta con un total de 79 variables, sin

embargo, luego de realizar el andlisis exploratorio, considerando inconsistencias y

tamafio de perdidos o nulos, se termina con 56 variables que superan este analisis.

El resumen de la prueba IV para un total de 56 variables resultantes de haber

realizado el andlisis exploratorio es expuesto en el anexo 2. De estas, 40 superan el valor

del 2% requerido para el estadistico V. Es decir, 40 variables independientes tienen al

menos un nivel de prediccion débil.

De las 40 variables se obtiene un total de 64 categorias a ser consideradas como

variables independientes, por las razones expuestas al inicio de la seccidn, sin embargo,

en los modelos se incluyen N-1 categorias por cada variable,” al ser considerada una como

referencia; trabajando con un conjunto de 53 variables dicotomicas para cada modelo.

" N: ntmero de categorias en una variable.
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Capitulo cuarto: Construccion y contraste de modelos

En el presente capitulo, se busca completar las dos etapas finales en el proceso de
modelizacién, resumido en la figura 9, luego de seguir el proceso descrito en el mismo
esquema.

- Construccion de los modelos
- Evaluacion estadistica de los modelos

Los dos modelos por desarrollar, se los implementa en el software libre R,
haciendo uso de los paquetes glm y neuralnet, para los modelos de regresion logistica y
redes neuronales, respectivamente.

Una vez elegidas las variables independientes, que superan el andlisis exploratorio
y el estadistico 1V, se hace uso de las metodologias de regresion logistica y redes
neuronales, con el fin de obtener dos modelos scoring que permitan cumplir los objetivos
planteados en el proyecto.

Cabe recalcar que las variables independientes resultaron de categorizar un grupo
de variables continuas y categoéricas, a partir de arboles de decision, considerando cada

categoria como una variable dicotomica.

1.  Modelo de Regresion Logistica

Para obtener el mejor modelo, haciendo uso de la metodologia logit, se emplea la
funcion step, en R, que selecciona el modelo a partir del criterio de informacion de Akaike
(AIC por sus siglas en inglés), haciendo uso de la eliminacion hacia atras de las variables
(Backward Stepwise).

A continuacion, se expone el modelo de regresion logistica resultante y se explica
las caracteristicas que se busca cumpla el mismo:

1. Las variables que se incluyan sean significativas, con un nivel de confianza de al

menos el 95%.

2. Consistencia de signos en los coeficientes de las variables.

3. Se cumpla la prueba de multicolinealidad.
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Tabla 7
Modelo Scoring Originacion — Metodologia logit
Categoria
Nombre Variable Definicion considerada a partir

Odds Ratio

Coeficiente p-
(B) or

del arbol
Constante -0,388 7,6%
Indica el nimero de instituciones en las que o
V1 Num_Inst_Adeuda 1 el cliente tiene deuda en la central de L institucion con 0,43 1,53 0,0% 1,52
: deuda mayor a 0
Riesgos, al desembolso.
V9_NumVecesMoral2 Nimero de veces que el sujeto ha caido en >0 0,39 0,68 01% | 1,61
mora en los Gltimos 12 meses.
(Mayor valor de deuda vencida en los
V27_CR_3 U36M + Mayor valor de deuda NDI en > 0,159127 -0,43 0,65 0,0% 2,10
U36M) / Mayor deuda histérica U36M
V32_TieneConsumo Tiene créditos de consumo al desembolso. 1 (Tiene) 0,74 2,09 0,0% 1,24
V38_MayorDeudaHistorica_Comercial | Mayor deuda total de créditos comerciales >0 031 0,74 0.8% | 1,05
altimos 36 meses.
V52_Por_End_U12M Deuda promeol'g;t‘;;mos 12 meses / > 0,585435 0,41 066 | 01% | 525
V53_Por_End_Antes_U12M Deuda pmme‘j;ﬂgrpee:ol?’ 236 meses / > 0,039093 0,49 0,61 00% | 185
V54 EndeudamientoPromUltimol12M_SF Deuda promedio Ultimos 12 meses. > 444,20749 -0,34 0,72 0,6% 5,12
V55_Endeudam|ent00PromAnte512M_SF_ > 3.158,7966 0,46 1,58 0,0% 423
V55 _EndeudamientoPromAntesizM _SF_ | Deudapromedio mes 13 a 36 meses. (182,0266 — 027 130 Lo | 417
1 3.158,7966] ’ ' ' ’
Suma de todos los valores en deuda
V56_ValorTotalVencido Vencido (No castigos) del cliente a la fecha > 135,2299 -0,31 0,73 0,6% 2,16
de corte de los Ultimos 36 meses.
V63_Genero Género del cliente. Masculino -0,33 0,72 0,0% 1,14
V64 Edad 0 Edad del cliente a la fecha de desembolso. >34 0,20 1,23 0,2% 1,11

8 Al trabajar con muestras desproporcionadas es necesario realizar una correccion en el valor de la constante, la cual es explicada a detalle en (Maddala 1992,
330), que consiste en restar a la constante el término In(p;) — In(p,), donde p; y p, son las proporciones de las observaciones elegidas de los grupos de buenos y malos,
respectivamente.
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V65 TipoVivienda 0 - . 0,80 2,22 0,0% 2,69
. - Propia no hipotecada
Tipo de vivienda. Prestada — Vive con
V65 _TipoVivienda 1 . 0,24 1,27 0,7% 2,53
familiares
V66_EstadoCivil_0 » Divorciado — Union 0,46 1,59 0,0% | 143
- - Estado Civil. Libre — Viudo
V66_EstadoCivil_1 Casado 0,38 1,46 0,0% 1,54
V67 _NivelEstudios_0 Postgrado — 0,48 1,61 0,0% | 1,8
- — . . Universidad
Nivel de Estudios. Primaria — Sin
V67_NivelEstudios_1 L 0,43 1,54 0,0% 1,13
estudios
V68_Sector Sector de vivienda. Zona Rural -0,26 0,77 0,0% 1,13
V72_LineaNegocio_0 Riesgo bajo 1,07 2,91 0,0% 2,50
V72_LineaNegocio_1 Linea de negocio. Riesgo medio 0,97 2,65 0,0% 2,40
V72_LineaNegocio_2 Riesgo medio — alto 0,46 1,59 0,0% 2,11
V73_ActividadEconomica_0 Actividad econdmica. Riesgo bajo 0,49 1,63 0,0% 1,23
\/74_SectorEconomico Sector economico al que pertenece la Comercio — Servicios 0,19 1,22 0.8% 1.38
actividad econdmica. — Personal
V79_CiudadDomicilio_0 . o Riesgo bajo 2,77 15,93 0,0% 1,07
. P Ciudad de domicilio. - -
V79 _CiudadDomicilio_1 Riesgo medio 0,97 2,65 0,0% 1,11
Activos fijos
intangibles —
Destino econémico de la operacién Mejoramiento otros
V84_DestinoOperacion P activos — No -1,76 0,17 0,0% 1,20

desembolsada.

productivas (Para
operaciones de
consumo y vivienda)

Fuente y elaboracién propias
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1.1 Significancia de las variables independientes

Para corroborar la significancia de los coeficientes del modelo, se busca contrastar

la siguiente hipotesis nula:
Ho: B =0

Considerando a B; como el coeficiente estimado correspondiente a la variable
independiente x;. Se trata de contrastar la hipdtesis nula que la variable x; es
independiente de la variable dependiente (Salas 1996, 204), a partir del estadistico de
Wald.

En la tabla 7 se muestra el p-valor para la prueba de Wald, cuyo valor es menor a
0,05, para todas las variables y menor a 0,08 para la constante, lo cual implica que los
coeficientes de cada variable, que ingresa al modelo, son significativos a un nivel de

confianza del 95%.

1.2 Consistencia de signos y coeficientes de las variables del modelo

En este apartado se busca confirmar que las estimaciones de los parametros
presentan coherencia en la interpretacion de signos. De acuerdo a la definicion de la
variable dependiente, donde 1 define a un cliente bueno y 0 a uno malo, un signo negativo
en un coeficiente implica que la variable castiga al cliente, aumentando el riesgo de
default o no pago (ver tabla 7).

- V1_Num_lInst_Adeuda_1: Variable explicativa, que toma el valor de 1, cuando el
numero de instituciones en las que el cliente tiene deuda en la central de riesgos,
al desembolso es 1; caso contrario, 0. Su valor odds ratio es de 1,53, lo que indica
que, si una persona tiene deuda en una sola institucion, al desembolso, es 53%
mejor® que si no.

- V9 NumVecesMoral2: Variable explicativa, que toma el valor de 1, cuando el
numero de veces que el sujeto ha caido en mora en los dltimos 12 meses es mayor
a 0; caso contrario 0. Su valor odds ratio es de 0,68, lo que indica que, si una
persona ha caido en mora en los ultimos 12 meses es 32% peor que Si no.

- V27_CR_3: Variable construida, cuyo valor odds ratio es de 0,65, lo que indica
que, si lamayor deuda vencida junto con su mayor deuda que no devenga intereses

en los tltimos 36 meses ha superado el 15,91% de su maxima deuda en este mismo

% El término mejor o peor es referido a que el cliente tendra un mejor o peor comportamiento, va
empatado con la definicion de buen o mal cliente.
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periodo, entonces el comportamiento de la persona es 35% peor que si no se
cumple esta caracteristica.

V32_TieneConsumo: Variable explicativa, que toma el valor de 1, si la persona
tiene una operacién de consumo al desembolso. Su valor odds ratio es de 2,09, lo
que indica que, si se cumple esta caracteristica, el comportamiento del cliente es
2,09 veces 0 109% mejor que si no cumple la misma.
V38_MayorDeudaHistorica_Comercial: Variable explicativa, que toma el valor
de 1 cuando la mayor deuda total de créditos comerciales, en los Ultimos 36 meses
es mayor a 0; caso contrario, 0. Su valor odds ratio es de 0,74, lo que indica que,
si se cumple esta caracteristica, el comportamiento del cliente es 26% peor que si
no se cumple la misma.

V52_Por_End_U12M: Variable explicativa, que toma el valor de 1 cuando la
relacion entre la deuda promedio en los Gltimos 12 meses y el ingreso del cliente
es mayor a 0,5854435; caso contrario 0. Su valor odds ratio es de 0,66, lo que
indica que, si se cumple esta caracteristica, el comportamiento del cliente es 34%
peor que si no se cumple la misma.

V53 _Por_End_Antes_U12M: Variable explicativa, que toma el valor de 1 cuando
la relacion entre la deuda promedio entre los meses 13 y 36 anteriores al
desembolso y el ingreso es mayor a 0,039093; caso contrario 0. Su valor odds
ratio es de 0,61, lo que indica que, si se cumple esta caracteristica, el
comportamiento del cliente es 39% peor que si no se cumple la misma.

V54 _EndeudamientoPromUItimol2M_SF. Variable explicativa, que toma el
valor de 1 si la deuda promedio en los ultimos 12 meses, en el sistema financiero
es mayor a 444,20749 dolares; caso contrario 0. Su valor odds ratio es de 0,72, lo
que indica que, si se cumple esta caracteristica, el comportamiento del cliente es
28% peor que si no se cumple la misma.

V55 _EndeudamientoPromAntes12M_SF 0: Variable explicativa, que toma el
valor de 1 si la deuda promedio en los meses 13 y 36 anteriores al desembolso es
mayor a 3.158,7966; caso contrario 0. Su valor odds ratio es de 1,58, lo que indica
que, si se cumple esta caracteristica, el comportamiento del cliente es 58% mejor
que si no se cumple la misma.

V55 _EndeudamientoPromAntes12M_SF 1: Variable explicativa, que toma el
valor de 1 si la deuda promedio en los meses 13 y 36 anteriores al desembolso se
encuentra en el intervalo (182,0266 — 3.158,7966]; caso contrario 0. Su valor odds
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ratio es de 1,30, lo que indica que, si se cumple esta caracteristica, el
comportamiento del cliente es 30% mejor que si no se cumple la misma.
V56_ValorTotalVencido: Variable explicativa, que toma el valor de 1 si la suma
de todos los valores vencidos del cliente en los Gltimos 36 meses anteriores al
desembolso es mayor a 135,2299 ddlares; caso contrario 0. Su valor odds ratio es
de 0,73, lo que indica que, si se cumple esta caracteristica, el comportamiento del
cliente es 27% peor, que si no se cumpliera.

V63_Genero: Variable explicativa, que toma el valor de 1 si el cliente es hombre.
Su valor odds ratio es de 0,72, lo que significa que si el cliente es hombre tiene
un comportamiento 28% peor que si no lo es.

V64 _Edad_0: Variable explicativa, que toma el valor de 1 si el cliente tiene una
edad mayor a 34 afios. Su valor odds ratio es de 1,23, por lo cual, si un cliente
cumple esta caracteristica, se espera un mejor comportamiento que alguien de una
edad distinta, especificamente de un 23%.

V65_TipoVivienda_0: Variable explicativa, que toma el valor de 1 si el cliente
tiene un tipo de vivienda propia hipotecada o propia no hipotecada; caso contrario
0. Su valor odds ratio es de 2,22, por lo cual, si un cliente cumple esta
caracteristica es 2,22 veces mejor que alguien que no.

V65 _TipoVivienda_1: Variable explicativa, que toma el valor de 1 si el cliente
tiene un tipo de vivienda prestada o vive con familiares; caso contrario 0. Su valor
odds ratio es de 1,27, por lo cual, si un cliente cumple esta caracteristica es 27%
mejor que si no la cumple.

V66_EstadoCivil_0: Variable explicativa, que toma el valor de 1 si el estado civil
del cliente es divorciado, unidn libre o viudo; caso contrario 0. Su valor odds ratio
es de 1,59, por lo cual, si un cliente cumple esta caracteristica es 59% mejor que
si no la cumple.

V66_EstadoCivil_1: Variable explicativa, que toma el valor de 1 si el estado civil
del cliente es casado; caso contrario 0. Su valor odds ratio es de 1,46, por lo cual,
si un cliente cumple esta caracteristica es 46% mejor que si no la cumpliera.
V67_NivelEstudios_0: Variable explicativa, que toma el valor de 1 si el nivel de
estudios del cliente es de postgrado o universidad; caso contrario 0. Su valor odds
ratio es de 1,61, por lo cual, si un cliente cumple esta caracteristica es 61% mejor

que si no la cumpliera.
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V67_NivelEstudios_1: Variables explicativa, que toma el valor de 1 si el nivel de
estudios del cliente es de primaria o sin estudios; caso contrario 0. Su valor odds
ratio es de 1,54, por lo cual, si un cliente cumple esta caracteristica es 54% mejor
que si no la cumple.

V68_Sector: Variable explicativa, que toma el valor de 1 si el sector de vivienda
del cliente es en una zona rural; caso contrario 0. Su valor odds ratio es de 0,77,
por lo cual, si un cliente cumple esta caracteristica es 23% peor, que si no la
cumpliera.

V74 _SectorEconomico: Variable explicativa, que toma el valor de 1 si el sector
econdémico al que pertenece la actividad del cliente es de comercio, servicios o
personal; caso contrario 0. Su valor odds ratio es de 1,22, por lo cual, si un cliente
cumple esta caracteristica es 22% mejor que si no la cumpliera.

V84 _DestinoOperacion: Variable explicativa, que toma el valor de 1 si el destino
econdmico de la operacion desembolsada pertenece al grupo de riesgo bajo; caso
contrario 0. Su valor odds ratio es de 1,20, por lo cual, si un cliente cumple esta
caracteristica es 20% mejor que si no la cumpliera.

V72_LineaNegocio_0: Su valor odds ratio es de 2,91, por lo cual, si la linea de
negocio del cliente pertenece al grupo de riesgo bajo, este sera 2,91 veces mejor,
que si no pertenece.

V72_LineaNegocio_1: Su valor odds ratio es de 2,65, por lo cual, si la linea de
negocio del cliente pertenece al grupo de riesgo medio, este sera 2,65 veces mejor,
que si no pertenece.

V72_LineaNegocio_2: Su valor odds ratio es de 1,59, por lo cual, si la linea de
negocio del cliente pertenece al grupo de riesgo medio alto, este sera 1,59 veces
mejor, que Si no pertenece.

V73 _ActividadEconomica_0: Su valor odds ratio es de 1,63, por lo cual, si la
actividad econémica del cliente pertenece al grupo de riesgo bajo, este serd 63%
mejor, que Si no perteneciese.

V79_CiudadDomicilio_0: Su valor odds ratio es de 15,93, por lo cual, si la ciudad
de domicilio del cliente pertenece al grupo de ciudades de riesgo bajo, este sera
15.93 veces mejor, que si no.

V79_CiudadDomicilio_1: Su valor odds ratio es de 2,65, por lo cual, si la ciudad
de domicilio del cliente pertenece al grupo de ciudades de riesgo medio, este sera
2,65 veces mejor, que si no.
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Se ha descrito e interpretado, a partir del valor odds ratio, cada una de las variables
que forman parte del modelo de regresion logistica, teniendo como resultado un sentido

economico en cada una de ellas, esto a partir de su coeficiente S.

1.3 Resultados del factor de inflacion generalizado de la varianza

Cuando las variables que se incluyen en el modelo no son independientes entre si,
provoca el efecto de incrementar la varianza de los coeficientes, esto genera (O’Brien
2007, 673):

- Estimaciones de parametros con signo incorrecto.

- Coeficientes con magnitud inverosimil.

- Crea situaciones donde pequefios cambios en los datos producen grandes
variaciones en la estimacién de los parametros.

- Y en casos mas extremos evita la solucion numérica de un modelo.

Como se puede observar, en la tabla 7, los valores GVIF para cada una de las
variables independientes del modelo logit, son menores a 10. De esta forma, se establece
que el modelo no tiene problemas de correlacion entre las variables.

Los valores GVIF fueron obtenidos con la funcion vif de la libreria car, en el

programa estadistico R.

1.4 Estadisticos del modelo de regresidon logistica

Para medir la capacidad predictiva del modelo se calcula los estadisticos de la
tabla 8. Se puede observar que para el modelo y testing el estadistico KS se encuentra en
el rango de satisfactorio de acuerdo con los estandares empleados en TransUnion. De
igual forma, el coeficiente de Gini es mas que satisfactorio al alcanzar un valor superior

al 50%.

Tabla 8
Estadisticos del modelo logit
Valor periodo Valor periodo

Estadistico .
modelo testing
KS 40,94% 39,92%
ROC 77,86% 76,85%
Coeficiente de Gini 55,72% 53,7%
Aciertos 75,71% 75,87%

Fuente y elaboracién propias
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La curva ROC para el modelo de regresion logistica es expuesta en la figura 15 y
como se puede observar (tabla 8) el estadistico AUROC es superior a 70% que es
considerado adecuado segun (Siddigi 2006, 124).

Figura 15
Curva ROC del modelo logit

Curva ROC
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Fuente y elaboracion propias

El porcentaje de aciertos se mantiene por encima del 75% tanto para modelo y
testing, a partir de la matriz de confusion, en la cual se hizo uso del indice de Youden
para obtener el punto de corte 6ptimo del modelo, cuyo valor es de 0,8680071.

A partir de los resultados expuestos, se comprueba que el modelo logit tiene un
buen nivel predictivo, discriminando adecuadamente a buenos y malos clientes. Ademas,
los valores para cada estadistico se mantienen en un rango adecuado para el periodo de

testing, logrando un modelo con una fortaleza y eficiencia adecuada.

2. Modelo de Redes Neuronales

Como ya se menciond, en el capitulo dos, existen varios elementos que conforman
un modelo de redes neuronales; a continuacion, se expone los que forman parte del
modelo obtenido en este proyecto.

Niveles o capas de neuronas: Luego de realizar varias pruebas se decide que la
mejor estructura para el modelo que se desea construir es la conformada por una capa de
entrada, tres capas ocultas y una capa de salida. La capa de entrada le corresponden un
total de 53 neuronas, una por cada variable a incluir en el modelo, las capas ocultas tienen

tres, tres y dos neuronas cada una, tal como se muestra en la figura 16. Y la capa de salida
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estd formada por una sola neurona, que representa la variable dependiente que deseamos

pronosticar.

Figura 16
Arquitectura del modelo de redes neuronales
4 N\
Capa Capa Capa Capa de
— oculta | oculta W(3) oculta salida

Entrada 1
X1

Capade

entrada
Entrada 2 @
X2 | §

X Entrada3
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Entradan
X53

G J

Fuente y elaboracion propias

Funcion de agregacion y activacion: La funcion de agregacion corresponde a
una funcion lineal que relaciona las entradas y los pesos sinapticos. Como funcion de
activacion se hace uso de una funcién sigmoidea, pues tiene una salida en el intervalo
[0, 1], que es lo deseado al querer obtener un valor de probabilidad, que debe encontrarse
entre estos valores.

Mecanismo de aprendizaje: En este caso se trabaja con un mecanismo de
aprendizaje supervisado, pues se conoce la respuesta que deberia generar la red a partir
del conjunto de variables en la capa de entrada. EI método que se utiliz6 para encontrar
los pesos de la red neuronal es el algoritmo RPROP+ (resilient backpropagation with
weight backtracking).

El modelo es obtenido en el programa R, a partir de la funcion neuralnet, cuya

estructura es expuesta a continuacion.
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Figura 17
Red Neuronal
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Fuente y elaboracién propias

En la tabla 9, tabla 10, tabla 11 y tabla 12 se resumen los coeficientes resultantes

de cada capa y nodo en la misma.

Tabla 9
Coeficientes — Capa 1

Nodos - Capa de Entrada Nodo 11- Capa | Nodo 21- Capa | Nodo 31- Capa
Constante 0,4303 2,9917 1,1403
V1 Num_lInst_Adeuda 0 0,9425 1,2254 -0,0899
V1 Num_lInst_Adeuda 1 2,0540 -1,0566 -0,2653
V8 NumeroVecesAlDial2M 0,5837 0,3666 -0,6746
V9 NumVecesMoral?2 -1,9287 -0,6158 -1,3929
V13 NumeroOperacionesVigentes 0 -0,8352 1,1961 -0,5520
V13 NumeroOperacionesVigentes 1 0,1038 -0,9343 1,0589
V13 V14 0 -2,5102 -0,5159 2,4065
V13 V14 1 -0,9586 1,1093 0,0933
V17 Mora_Ponderada -2,4714 1,3781 0,1167
V19 DiasMoraMaximaPromedio 24M -0,3097 1,2475 -0,0214
\S/iig_D|asMoraMaX|maPromed|o_24M_ 3,3197 11,3156 3,8435
V21 DiasMoraMaximaPromedio36M -2,4656 0,5835 0,4016
;/OZZ_D|asMoraMaX|maPromed|o36M_Sl 49016 -0.8109 11,9813
V23 DiasMoraMaximaPromedio 12M -2,0465 -0,4088 0,3558
g/iig_D|asMoraMaX|maPr0med|0_12M_ 11,0001 1,2595 0,1592
V27 CR 3 7,3334 2,0589 1,0779
V28 Cartera_Riesgo -2,1783 -0,9140 -2,1643
V30_TiempoHistorialCrediticio_SF_12M -1,3926 -0,4416 1,5325
V32_TieneConsumo 10,3403 -0,5908 49,7746
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Coeficientes — Capa 2

V33 TieneMicro -2,9547 0,4241 0,8881
V37 MayorDeudaHistorica_Consumo -1,4092 0,0066 0,4079
V38 MayorDeudaHistorica_Comercial -2,2032 -0,0855 -0,0613
V42 MayorValorVencidoSF -2,2381 -0,2825 0,8920
V43 MayorValorNDI -0,6894 0,5280 2,9304
V50 SaldoTotal 1,4334 -1,2742 -0,0061
V51 Por End Al Corte -0,9576 3,3026 1,0238
V52 Por End U12M 0,3503 0,4083 -1,7130
V53 Por End Antes U12M -0,4412 1,1179 -1,4062
I\:/54_Endeudam|entoPromUIt|m012M_S 18278 0,2570 2.2402
V655_Endeudam|entoPromAnte512M_SF 41971 17438 11732
V155_Endeudam|entoPromAnte512M_SF 1,7131 16077 -0,7908
V56 ValorTotalVencido 0,2783 1,0587 0,3167
V58 ValorTotalNDI 1,3327 -0,3263 -4,1936
V63 _Genero -0,4626 0,1244 -0,3050
V64 Edad 0 1,6680 -0,7855 0,3088
V64 Edad 1 1,2582 0,0962 -0,5318
V65 TipoVivienda 0 2,3063 -1,0243 -0,7346
V65 TipoVivienda 1 1,0711 -0,3959 -1,7184
V66 _EstadoCivil 0 19,4880 -0,9262 -3,4790
V66 _EstadoCivil 1 2,2459 -1,3316 -1,3264
V67 NivelEstudios 0 1,0410 -0,1705 49,9774
V67 NivelEstudios 1 1,5501 -0,3066 3,0237
V68 Sector 3,8998 0,1128 -1,5870
V72 _LineaNegocio 0 0,2757 -0,6849 48,5207
V72 LineaNegocio 1 -1,7578 -0,8049 1,0423
V72 _LineaNegocio_2 -2,4262 0,6650 3,5469
V73 ActividadEconomica 0 9,8478 -0,0346 41,6214
V73 ActividadEconomica 1 -3,7681 0,4962 3,4627
V73 ActividadEconomica 2 -2,9942 -0,3256 -1,0250
V74 SectorEconomico 3,0466 -0,2867 -0,0071
V79 CiudadDomicilio 0 16,4786 -4,1225 -4,6857
V79 CiudadDomicilio 1 1,4984 -0,7057 1,5477
V84 DestinoOperacion -11,6857 -0,5582 -1,9074
Fuente y elaboracién propias
Tabla 10

Nodo 1 — Capa 2 | Nodo 2 — Capa 2 | Nodo 3 — Capa 2
Constante -7,294159 2,87075998 -0,86659
Nodo 1 - Capa 1 53,885709 -2,903236537 400,54219
Nodo2-Capal| -52,393466 -3,194184085 -19,35905
Nodo 3 - Capa 1 68,928364 -0,002454327 -108,74116

Fuente y elaboracién propias
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Tabla 11
Coeficientes — Capa 3

Nodo 1 - Capa 3 | Nodo 2 - Capa 3

Constante 2,329373 -1,69991
Nodo 1 - Capa 2 -4,6684301 1,227409
Nodo2-Capa2| -3,9902865 1,619711
Nodo 3 - Capa 2 -0,9007494 6,519976
Fuente y elaboracion propiass

Tabla 12
Coeficientes — Capa 4

Nodo - Capa de salida
Constante -0,09978327
Nodo 1 - Capa 3 -75,86456849

Nodo 2 - Capa 3 4,08122061
Fuente y elaboracion propiass

2.1 Estadisticos del modelo de redes neuronales

Para medir la capacidad predictiva del modelo se calcula los estadisticos de la
tabla 13. Podemos observar que los valores del estadistico KS se encuentran por encima
del 41% entrando en la categoria de bueno segun los estdndares considerados por
TransUnion, para el periodo de modelo y testing. El coeficiente de Gini evidencia que el

modelo de redes neuronales es mas que satisfactorio al tomar valores por encima del 50%.

Tabla 13
Estadisticos del modelo redes neuronales
Valor periodo Valor periodo

Estadistico .
modelo testing
KS 46,13% 42,43%
ROC 80,78% 77,76%
Coeficiente de Gini 61,56% 55,52%
Aciertos 74,58% 72,57%

Fuente y elaboracién propias

A continuacién se expone, en la figura 18, la curva ROC para el modelo de redes
neuronales, como se puede observar el estadistico AUROC es superior al 80% para el
periodo de modelo y supera el 77% para el testing; con lo cual se alcanza una correcta

capacidad de discriminacion entre buenos y malos clientes.
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Figura 18
Curva ROC del modelo de redes neuronales
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Fuente y elaboracién propias

El porcentaje de aciertos se mantiene por encima del 70% tanto para modelo y
testing, a partir de la matriz de confusion, en la cual se hizo uso del indice de Youden
para obtener el punto de corte 6ptimo del modelo, cuyo valor es de 0,890068781.

A partir de los resultados expuestos, se comprueba que el modelo de redes
neuronales tiene un buen nivel predictivo, discriminando adecuadamente a buenos y
malos clientes. Ademas, los valores para cada estadistico se mantienen en un rango
adecuado para el periodo de testing, logrando un modelo con una fortaleza y eficiencia
adecuada.

3. Comparacion Modelos Scoring

El objetivo principal de este proyecto es comparar dos modelos scoring,
resultantes de hacer uso de las metodologias de regresion logistica y redes neuronales.
Para poder hacer esta comparacion, se hace uso de los estadisticos, que se expone a

continuacion:

Estadistico de Kolmogorov — Smirnov

- Coeficiente de GINI

- Matriz de confusion: error, sensibilidad y especificidad
- Estadistico AUROC

- Criterio de informacion de Akaike

Ademas, para poner a prueba el poder predictivo de los modelos, se emplea un
periodo que no fue incluido en la construccion de los modelos y de esta forma, junto con

los estadisticos propuestos, probar la hipdtesis planteada.



77

Tabla 14
Comparacion estadisticos modelos — Periodo modelo
Estadistico - Regresion Redes (,Cua}ndoles ¢ Cual modelo es
Periodo Modelo Logistica Neuronales mejor € mejor?
estadistico?
AUROC 77,86% 80,78% Mayor valor
KS 40,94% 46,13% Mayor valor
Gini 55,72% 61,56% Mayor valor
Error
Punto de Corte = 24,29% 20,86% Menor valor
0.8680071
Sensibilidad
Punto de Corte = 77,58% 81,32% Mayor valor
0.8680071
Especificidad ket
Punto de Corte = 63,12% 64,45% Mayor valor S
0.8680071 §
Error f)
Punto de Corte = 29,59% 25,42% Menor valor gz
0.890068781 o
Sensibilidad
Punto de Corte = 70,68% 75,13% Mayor valor
0.890068781
Especificidad
Punto de Corte = 68,59% 70,90% Mayor valor
0.890068781
Criterio de
informacion de 9.541,776 1.512,553 Menor valor
Akaike

Fuente y elaboracion propias

Se puede observar que,

- En el estadistico KS, el modelo de redes neuronales supera al de regresion
logistica en 5,19 puntos porcentuales y los valores se encuentran entre lo
recomendado para un modelo scoring.

Para el coeficiente de Gini, el modelo de redes neuronales supera al de regresion
logistica en 5,84 puntos porcentuales. Ademas, para los dos modelos el coeficiente
supera el 50%, lo que muestra que ambos son satisfactorios.

Los puntos de corte éptimos, calculados a partir del indice de Youden, para los
modelos de regresion logistica y redes neuronales son 0,8680071 y 0,890068781,
respectivamente.

Para comparar los dos modelos se construye las matrices de confusion con los dos
puntos de corte optimos, hallados con el indice de Youden. Es decir, se tendra
cuatro matrices de confusién, dos por cada punto de corte aplicado en cada uno

de los modelos construidos.
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Tabla 15
Matrices de confusién: Punto de corte 0,8680071
Punto de Corte: 0,8680071 Real
Modelo Logit 0: Malo 1: Bueno
3 0: Malo 1.282 3.062
=
E 1: Bueno 749 10.594
Tasa de aciertos 75,71%
Error 24.29%
Especificidad 63,12%
Sensibilidad 77,58%
Punto de Corte: 0,8680071 Real
Modelo Redes Neuronales 0: Malo 1: Bueno
-C%; 0: Malo 1.309 2.551
E
& 1: Bueno 722 11.105
Tasa de aciertos 79,14%
Error 20,86%
Especificidad 64,45%
Sensibilidad 81,32%
Fuente y elaboracién propias
Tabla 16
Matrices de confusion: Punto de corte 0,890068781
Punto de Corte: 0,890068781 Real
Modelo Logit 0: Malo 1: Bueno
3 0: Malo 1.393 4.004
e
o 1: Bueno 638 9.652
Tasa de aciertos 70,41%
Error 29,59%
Especificidad 68,59%
Sensibilidad 70,68%
Punto de Corte: 0,890068781 Real
Modelo Redes Neuronales 0: Malo 1: Bueno
3 0: Malo 1.440 3.396
£
E 1: Bueno 591 10.260
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Tasa de aciertos 74,58%
Error 25,42%
Especificidad 70,90%
Sensibilidad 75,13%

Fuente y elaboracion propias

Como se puede observar, en la tabla 15 y tabla 16, para los dos puntos de corte
optimos, el modelo de redes neuronales supera a los valores obtenidos para los
cuatro indicadores de eficiencia.

En la figura 19 se compara las curvas ROC obtenidas para los modelos de
regresion logistica (Roja) y redes neuronales (Azul). Podemos observar que la
curva azul se encuentra por encima de la roja, por lo cual se evidencia que el
modelo de redes neuronales es superior, respecto a su capacidad predictiva, frente
al de regresion logistica. El valor ROC para el modelo de redes neuronales es
superior al de regresion logistica en 2,92 puntos porcentuales.

Figura 19
Comparacion curvas ROC
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Fuente y elaboracién propias

El criterio de informacion de Akaike es usado para comparar modelos,
penalizandolos segun su desviacion de los datos reales. EI mejor modelo, segun
este criterio es el que presente el menor valor, siendo este el que mejor se ajusta a
los datos (Sanchez 2012, 71). Se puede observar que el modelo de redes
neuronales es mejor respecto al de regresion logistica, por lo cual se puede

establecer que este se ajusta de mejor forma a los datos.
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3.1 Poder predictivo en el periodo de Testing

Para medir el poder predictivo de los modelos se hace uso del periodo de testing,
que corresponde al 25,2% de la base (5.823 registros), los cuales estan distribuidos de la

siguiente forma:

Tabla 17
Periodo Testing
Categoria—Y Namero Clientes %Clientes |
0: Malos 682 11,71%
1: Buenos 4.614 79,24%
2: Indeterminados 527 9,05%

Fuente y elaboracion propias

Los clientes que fueron catalogados como indeterminados son incluidos en el
grupo de clientes buenos para poder aplicar los dos modelos scoring.

A continuacion, se muestra los resultados obtenidos para los estadistico AUROC,
KS, Coeficiente de Gini y Error para los dos puntos de corte 6ptimos obtenidos en la
seccion 2.1 del presente capitulo. Como se puede observar, para cada uno de los

estadisticos mencionados, se obtiene mejores resultados al hacer uso de la metodologia

de redes neuronales, al compararlo con el modelo de regresion logistica.

Tabla 18
Estadisticos - Periodo Testing

Estadistico Regresion Logistica Redes Neuronales  Diferencia
AUROC 76,85% 77,76% 0,9%
KS 39,92% 42,43% 2,5%
Coeficiente de Gini 53,70% 55,52% 1,8%
Error
Punto de Corte = 24,13% 21,72% -2,4%
0.8680071
Error
Punto de Corte = 29,59% 27,43% -2,2%
0.8900687

Fuente y elaboracion propias

Como se pudo notar, cada una de las pruebas estadisticas arroja un solo resultado.
El hacer uso de la metodologia de redes neuronales, proporciona un mejor modelo que se

ajusta mejor a los datos, pronosticando y logrando un superior performance. Es por esto,
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se puede concluir que la hipotesis planteada en este proyecto se considera como
verdadera; es decir:

El hacer uso de redes neuronales, para la modelizacion del credit scoring de una
cartera de microcrédito, logra un mejor performance que utilizar una metodologia de

regresion logistica.
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Capitulo quinto: Conclusiones y recomendaciones

1. Conclusiones

En el presente trabajo se busca contrastar la hipotesis: EI hacer uso de redes
neuronales, para la modelizacién del credit scoring de una cartera de microcrédito, logra
un mejor performance que utilizar una metodologia de regresion logistica.

Para esto se construyé dos modelos scoring haciendo uso de dos metodologias
distintas, regresion logistica y redes neuronales, a partir de la informacién proporcionada
por una institucién financiera ecuatoriana.

La base de datos corresponde a la informacion al momento del desembolso, de
créditos del producto microcrédito. Al contar con informacion al desembolso, los
modelos scoring entran dentro de la categoria de originacion, y se distingue tres grupos
de datos: informacién demogréfica, de central de riesgos e interna de la institucion, del
solicitante de crédito.

Para tener una base de datos so6lida, previo a la construccion de los modelos se
restringio la muestra bajo los siguientes criterios:

- Se considerd Unicamente a aquellos clientes bancarizados, es decir, con al menos
un registro en central de riesgos, en los Ultimos 36 meses.

- Se busco que la informacién con la cual se construy6 los modelos sea madura.
Para esto se determino que el periodo de desempefio en el cual se puede establecer
que la cartera es madura es de 12 meses.

- El periodo de modelizacién también debe ser estable para lo cual se aplico la
prueba de Dickey — Fuller aumentada, comprobando que la serie de este periodo
es estacionaria.

- Una vez determinado el periodo de modelizacion (enero 2014 a diciembre 2016),
con un total de 23.138 registros y tres afios de informacion, que es lo recomendado
por la Superintendencia de Bancos y Seguros, se segmentd el periodo en lo que se
denominé periodo de Modelo y Testing.

El periodo de modelo que represento el 74,8% del total fue obtenido empleando

técnicas de muestreo que aseguren que este sea representativo respecto al periodo

de modelizacion.
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El periodo de testing, que representd el 25,2% del total, fue usado en la validacién
de los modelos, pues se busca que los mismos funcionen en un periodo de

informacion distinto al que se utiliz6 para su construccion.

Una vez establecido el periodo de analisis se estimaron variables independientes
y una dependiente que aporten a los modelos para asegurar la funcionalidad de estos.

La variable dependiente fue construida con el maximo atraso del cliente en el
periodo de 12 meses, luego de haber realizado el desembolso. Para asegurar el valor de
informacion que aporta cada una de las variables independientes se hizo uso del
estadistico IV; el cual permitié considerar aquellas variables que luego de ser
categorizadas a partir de arboles de decision tengan poder de prediccion.

Una vez obtenido el periodo se procedi6 a aplicar las dos metodologias. Es
importante aclarar que los dos modelos fueron desarrollados en el programa estadistico
R, con las funciones glm y neuralnet.

Se logro el mejor modelo de regresion logistica, usando la funcion step que
considera el criterio de informacion de Akaike en la eleccion de este.

Para el modelo de redes neuronales se utilizd la funcion neuralnet con las
siguientes caracteristicas: °

- Niveles o capas de neuronas: Una capa de entrada con 53 nodos, tres capas ocultas
con tres, tres y dos neuronas, y una capa de salida con una neurona.

- Funcion de agregacion y activacion: Corresponde a una funcion lineal y una
sigmoidea, respectivamente.

- Mecanismo de aprendizaje: Aprendizaje supervisado con el algoritmo de

RPROP+ para encontrar los pesos de la red neuronal.

Con los modelos construidos se procede a cotejarlos los resultados y capacidad
predictiva con los estadisticos Kolmogorov — Smirnov (KS), Coeficiente de GINI, Matriz
de confusion, AUROC vy criterio de informacién de Akaike

Ademaés de los estadisticos mencionados se aplica los modelos en el periodo de
testing, el cual no fue empleado en la construccidn de estos, y asi establecer si los modelos
son generalizables al funcionar en otro periodo de tiempo distinto al de su desarrollo. Para

este periodo de tiempo también se emplea los estadisticos de KS, Gini, AUROC y Error.

10 gy tiempo que demord el programa R, en obtener la red neuronal fue de 15 minutos, con un
procesador Intel(R) Core(TM) i7-6500U y 16 GB RAM.
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Se pudo observar, tanto en el periodo de modelo como testing, que se obtiene
mejores resultados, en todos los casos, para el modelo de redes neuronales. Es por esto,
se puede concluir que la hipotesis planteada en este trabajo es verdadera. Es decir, el hacer
uso de redes neuronales, para la modelizacion del credit scoring de una cartera de
microcrédito, logra un mejor performance que utilizar una metodologia de regresion
logistica.

También se puede concluir que, cada modelo se debe adaptar o diferenciar de
acuerdo con el tipo de informacién o segmento de mercado en el que serd implementado,
en este caso microcréditos. Se pudo observar que los modelos obtenidos tienen un fuerte
poder de prediccion, se ajustan correctamente a los datos con los que fueron construidos
haciendo distincion entre buenos y malos clientes. Y pueden ser generalizables pues
funcionan en un periodo distinto al de su desarrollo.

Respecto al tiempo de demora en obtener los modelos resultantes, las redes
neuronales tomaron entre 10 a 15 minutos por cada prueba realizada respecto al nimero
de capas y nodos que mejor se ajustara a la data en analisis, sin contar con el proceso de
modelacion descrito en el capitulo tercero. La funcién step obtuvo el mejor modelo de
regresion logistica en 12 minutos, sin embargo, luego se procedié a analizar cada variable
obtenida para corroborar la consistencia en su signo, significancia de los coeficientes al
95% de confianza, presencia de multicolinealidad, hasta alcanzar un modelo que
cumpliera con estos requisitos, tomando un tiempo de 45 minutos a 1 hora. En promedio,
obtener el modelo final de redes neuronales tom6 40 minutos y el de regresion logistica
alrededor de 1 hora, evidenciando una ligera ganancia en el tiempo de modelacion para

la metodologia de redes neuronales, al no ser necesario que cumpla algin supuesto.

2. Recomendaciones

Si bien los modelos de regresion logistica son los cominmente usados por su
facilidad de interpretacion e implementacion, se tienen metodologias como redes
neuronales, con la cual se logra mejores resultados, por lo cual se recomienda probar estas
metodologias no tradicionales.

Si bien en el presente trabajo se construyen scores de originacion, por el tipo de
informacion que se dispone, se podria comparar las dos metodologias, regresion logistica
y redes neuronales, con otro tipo de scores, como de comportamiento.

Se puede probar distintos algoritmos para la obtencion de los pesos 0 mecanismos
de aprendizaje en la red neuronal, y comparar los distintos resultados obtenidos.
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ANexos

Tabla 1

Descripcién de variables

Nombre de Variables

Descripcion

V1 Num_Inst_Adeuda

Indica el nimero de instituciones en las que el
cliente tiene deuda en la central de riesgos, a la
fecha de desembolso.

V2_NumlnstVencida

Indica el nimero de instituciones en las que el
cliente tiene deuda vencida en la central de
riesgos, a la fecha de desembolso

V3_NumerolnstitucionesVencido_36M

Indica el nimero de instituciones en las que el
cliente tiene deuda vencida en la central de
riesgos, en los ultimos 36 meses.

V4 _Num_Calificacion_A

Numero de veces que el cliente tiene deuda con
calificacién en A, en los Gltimos 12 meses.

V5 _Num_Calificacion_B

Numero de veces que el cliente tiene deuda con
calificacion en B, en los Gltimos 12 meses.

V6_Num_Calificacion_CDE

Numero de veces que el cliente tiene deuda con
calificacién en C, D o E, en los ultimos 12
meses.

V7_Num_Calificacion_Blanco

Numero de veces que el cliente no tiene deuda,
en los altimos 12 meses.

V8 _NumeroVecesAlDial2M

Numero de veces que el cliente tiene deuda al
dia, en los Gltimos 12 meses.

V9 _NumVecesMoral2

Nuamero de veces que el cliente tiene deuda en
mora, en los ultimos 12 meses.

V10_Numerolncumplimientos_ 1 30 _12M

Numero de veces que el cliente presenta
incumplimiento de 1 a 30 dias, en los Gltimos
12 meses.

V11 Numerolncumplimientos 30 60 _12M

Numero de veces que el cliente presenta
incumplimiento de 30 a 60 dias, en los Ultimos
12 meses.

V12_NumVecesMora_36M

Ndmero de vece en mora en los Gltimos 36
meses.

V13 _NumeroOperacionesVigentes

Numero de operaciones con saldo o vigentes a
la fecha de desembolso.

V14_NumeroOperacionesAlDia

Numero de operaciones al dia a la fecha de
desembolso.

V13 V14

Variable construida a partir de V13 y V14. (Ver
Anexo II)

V15_NumeroOperacionesDemandas

Numero de operaciones con demanda judicial
en los ultimos 36 meses.

V16_NumeroOperacionesCastigo

Numero de operaciones con castigo en los
Gltimos 36 meses.

V17 _Mora_Ponderada

Mora ponderada por el valor de la cartera, en
los Gltimos 12 meses.

V18 DiasMora

Maximo dias de mora a la fecha de desembolso.

V19 DiasMoraMaximaPromedio 24M

Maximo dias de mora promedio en los Gltimos
24 meses.

V20_DiasMoraMaximaPromedio_24M_Sin0

Maximo dias de mora promedio en los Gltimos
24 meses, sin considerar los valores en 0.
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V21 DiasMoraMaximaPromedio36M

Maximo dias de mora promedio en los Gltimos
36 meses.

V22_DiasMoraMaximaPromedio36M_Sin0

Maximo dias de mora promedio en los Gltimos
36 meses, sin considerar los valores en 0.

V23_DiasMoraMaximaPromedio_12M

Maximo dias de mora promedio en los Gltimos
12 meses.

V24 DiasMoraMaximaPromedio_12M_Sin0

Maximo dias de mora promedio en los Gltimos
12 meses, sin considerar los valores en 0.

V25_CR_1 (V46 + VA7 + V48 +V49) / V50
V26_CR_2 (V56 + V58) / (V56 + V57 + V58)
V27_CR_3

(V42 + V43) IV36

V28 _Cartera_Riesgo

Cartera con mas de un dia de mora / Cartera
total, en los Ultimos 12 meses.

V29 TiempoHistorialCrediticioSF

Tiempo de historial crediticio en los ultimos 36
meses.

V30_TiempoHistorialCrediticio_SF_12M

Tiempo de historial crediticio en los ultimos 12
meses.

V31 _TieneComercial

Tiene un crédito comercial, al desembolso.

V32_TieneConsumo

Tiene un crédito de consumo, al desembolso.

V33_TieneMicro

Tiene un crédito de microcrédito, al
desembolso.

V34_TieneOlla

Tiene una olla de oro, al desembolso.

V35 _TieneVivienda

Tiene un crédito de vivienda, al desembolso

V36_MayorDeudaHistoricaSF

Mayor deuda en los Gltimos 36 meses, en el
sistema financiero.

V37_MayorDeudaHistorica_Consumo

Mayor deuda de Consumo, en los Gltimos 36
meses, en el sistema financiero.

V38_MayorDeudaHistorica_Comercial

Mayor deuda de Comercial, en los Gltimos 36
meses, en el sistema financiero.

V39 MayorDeudaHistorica_Vivienda

Mayor deuda de Vivienda, en los ultimos 36
meses, en el sistema financiero.

V40_MayorDeudaHistorica_Micro

Mayor deuda de Microcrédito, en los Ultimos
36 meses, en el sistema financiero.

V41 _MayorDeudaHistorica_Olla

Mayor deuda de Olla de oro, en los ltimos 36
meses, en el sistema financiero.

V42_MayorValorVencidoSF

Mayor valor de deuda vencida, en los ultimos
36 meses.

V43 MayorValorNDI

Mayor valor de deuda que no devenga
intereses, en los Gltimos 36 meses.

V44 _MayorValorDemandaJudicial

Mayor valor de deuda en demanda judicial, en
los Ultimos 36 meses.

V45_SaldoCarteraPorVencer

Saldo de cartera por vencer, a la fecha de
desembolso.

V46_CarteraNoDevengalntereses

Cartera que no devenga intereses, a la fecha de
desembolso.

VA47_ValorVencido

Cartera vencida, a la fecha de desembolso.

V48 ValorDemandaJudicial

Cartera en demanda judicial, a la fecha de
desembolso.

V49 ValorCarteraCastigada

Valor de cartera castigada, a la fecha de
desembolso.

V50_SaldoTotal

Saldo total de cartera, a la fecha de desembolso.

V51 Por_End_Al_Corte

V50 / V60

V52_Por_End_U12M

V54 / V60

V53 Por_End_Antes U12M

V55/V60




V54 _EndeudamientoPromUltimo12M_SF
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Endeudamiento promedio en los Gltimos 12
meses.

V55_EndeudamientoPromAntes12M_SF

Endeudamiento promedio entre los meses 13 y
36.

V56_ValorTotalVencido

Suma de todos los valores en deuda vencida, en
los Gltimos 36 meses.

V57 _ValortotalXVencer

Suma de todos los valores en deuda por vencer,
en los Gltimos 36 meses.

V58 ValorTotalNDI

Suma de todos los valores en deuda que no
devenga intereses, en los Ultimos 36 meses.

V59 _Cargas_Familiares

Numero de cargas familiares del cliente

V60_Ingresos_Mensual

Ingreso mensual del cliente.

V61_Esindependiente

Variable que determina si el cliente es
dependiente o independiente.

V62_AntiguedadResidencia_M

Antigliedad de residencia.

V63_Genero

Género.

V64 _Edad

Edad del cliente a la fecha de desembolso.

V65_TipoVivienda

Tipo de vivienda.

V66_EstadoCivil

Estado Civil.

V67_NivelEstudios

Nivel de estudios.

V68_Sector

Sector de vivienda.

V69 _TelefonoVivienda

Tiene teléfono de vivienda.

VV70_TelefonoEmpresa

Tiene teléfono del lugar de trabajo.

V72_LineaNegocio

Linea de negocio.

V73_ActividadEconomica

Actividad econdmica.

V74_SectorEconomico

Sector econdémico.

V75_Cargo

Cargo que ocupa.

V79_CiudadDomicilio

Ciudad de domicilio.

V82_AntiguedadRelacionDependencia

Antigiiedad de la relacién de dependencia.

V83_TieneGarante

Tiene garante.

V84 _DestinoOperacion

Destino de la operacidn.

Fuente: Institucion financiera X
Elaboracién: Propia
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Anexo 2: Categorizacion de variables independientes — arboles

Tabla 1
Resumen categorizacion con arboles de decisiéon y valor de informacion

Nombre de variable Grupos - Arbol Nueva Categorizacion v Observacion
V79_CiudadDomicilio Riesgo bajo, riesgo medio y riesgo alto 0;1;2 45,4%
V84 _DestinoOperacion Riesgo bajo y riesgo alto 0;1 39,3%
V72_LineaNegocio Riesgo bajo, riesgo medioéliti)esgo medio - alto y riesgo 0:1:2: 3 36.8%
V73_ActividadEconomica Riesgo bajo, riesgo medioéltr(i)esgo medio - alto y riesgo 0:1:2: 3 26.4%
V64 _Edad <=29; (29 - 34]; >34 2;1;0 9,6%
V/52_Por_End_U12M <=0,585435; >0,585435 0;1 9,1%
V54_EndeudamientoPromUItimo12M_SF <=444,20749; >444,20749 0;1 8,7%
V63_Genero Femenino; Masculino (0; 1) 0;1 8,4%
V33_TieneMicro 0;1 0;1 7.7% Se consideran
V30_TiempoHistorialCrediticio_SF_12M <=0; >0 0;1 7,7% ?r?ézge\ﬁg;:g::
V8_NumeroVecesAlDial2M <=0; >0 0;1 7,5%
V13 Vi4 (V13) <=0- (V13+V14)>1 +>2;1;>1 + <=2 0;1;2 7,4%
V55_EndeudamientoPromAntes12M_SF <=182,0266; (182,0266 — 3.158,7966]; >3.158,7966 2;1;0 6,9%
V9_NumVecesMoral2 <=0; >0 0;1 5,7%
V17 _Mora_Ponderada <=0;>0 0;1 5,7%
V23 _DiasMoraMaximaPromedio_12M <=0; >0 0;1 5,7%
V24_DiasMoraMaximaPromedio_12M_Sin0 <=0; >0 0;1 5,7%
V28_Cartera_Riesgo <=0; >0 0;1 5,7%
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V74 _SectorEconomico COMERCIO - SERVICIOS - PERSONAL 0:1 5.7%
V27 _CR 3 <=0,159127; >0,159127 0;1 5,3%
V53 _Por_End_Antes_U12M <=0,039093; >0,039093 1;0 5,2%
V66_EstadoCivil Soltero; Casado; Divorciado - Unién Libre - Viudo 2;1;0 5,2%
V37_MayorDeudaHistorica_Consumo <=1.999,96; >1.999,96 1;0 4,5%
V1 _Num_Inst_Adeuda 0;1;>=2 0;1;2 4,5%
V68_Sector Zona Urbana; Zona Rural 0;1 4,4%
V13_NumeroOperacionesVigentes 0;1;>=2 0;1;2 4,3%
V51 Por_End_Al Corte <=0; >0 0;1 4,2%
V50 _SaldoTotal <=0; >0 0;1 4,2%
V58 ValorTotalNDI <=470,0899; >470,0899 0;1 4,2%
V42_MayorValorVencidoSF <=99.01,; >99.01 0;1 4,0%
V56_ValorTotalVencido <=135,2299; >135,2299 0;1 4,0%
T onemuos Sanr fomeet | wzo | s
V19_DiasMoraMaximaPromedio_24M <=0,625; >0,625 0;1 3,7%
V20_DiasMoraMaximaPromedio_24M_Sin0 <=0; >0 0;1 3,4%
V21 _DiasMoraMaximaPromedio36M <=2,083; >2,083 0;1 3,4%
V32_TieneConsumo 0;1 0;1 3,4%
V22_DiasMoraMaximaPromedio36M_Sin0 <=21;>21 0;1 3,0%
V43 _MayorValorNDI <=0; >0 0;1 2, 7%
V38_MayorDeudaHistorica_Comercial <=0; >0 1;0 2,4%
V26 _CR 2 <=0; >0 0;1 1,9%
V60_Ingresos_Mensual <=942,07; >942,07 1;0 1,9%
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V18_DiasMora

Es una constante

V25 CR 1 Es una constante
V31 _TieneComercial Es una constante
V34 _TieneOlla Es una constante

V35 _TieneVivienda

Es una constante

V39_MayorDeudaHistorica_Vivienda

Es una constante

V41 MayorDeudaHistorica_Olla

Es una constante

V3_NumerolnstitucionesVencido_36M 0;>=1 0;1 1,9%
V12_NumVecesMora_36M <=0;>0 0;1 1,9%
V83_TieneGarante 0;1 0;1 1,7%

V29 TiempoHistorialCrediticioSF <=29; >29 1;0 1,6%

V14 _NumeroOperacionesAlDia <=1;>1 0;1 1,6%
V62_AntiguedadResidencia_ M <=64; >64 1;0 1,5%
V57_ValortotalXVencer <=11.982,29; >11.982,29 01 1,4% p(’)\r'% Ipégtda'gg\t’i .
V36_MayorDeudaHistoricaSF <=4.120; >4.120 1;0 1,2% v
V4 _Num_Calificacion_A <12;12 1;0 1,2%
V45_SaldoCarteraPorVencer <=0; >0 0;1 1,0%
V40_MayorDeudaHistorica_Micro <=1.883,75; >1.883,75 0;1 1,0%

V59 _Cargas_Familiares 0;>0 1;0 0,2%
V70_TelefonoEmpresa 1;0 1;0 0,1%
V7_Num_Calificacion_Blanco 0;>=1 1;0 0,0%
V2_NumlnstVencida Es una constante

V5_Num_Calificacion_B Es una constante
V6_Num_Calificacion_CDE Es una constante
V10_Numerolncumplimientos_1 30_12M Es una constante

V11 _Numerolncumplimientos_30 60 12M Es una constante
V15_NumeroOperacionesDemandas Es una constante
V16_NumeroOperacionesCastigo Es una constante Noaf]gﬂz:‘ el

exploratorio




V44 _MayorValorDemandaJudicial

Es una constante

V46_CarteraNoDevengalntereses

Es una constante

V47 ValorVencido

Es una constante

V48 ValorDemandaJudicial

Es una constante

V49 ValorCarteraCastigada

Es una constante

V61 _Eslndependiente

Es una constante

V69_TelefonoVivienda

Es una constante

V75_Cargo

Es una constante

V82_AntiguedadRelacionDependencia

Es una constante

97

Fuente: Institucion financiera X
Elaboracién: Propia
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Arboles de decision

Figura 1
V1 Num_Inst_Adeuda

Node 0
Category % 0
Ln 1285 2031

. 7

V1_jum_nst_Adeuda
Adj, P-value=0.0000, Chi-square=80 0113, dfe2

i 23548789
Wode 1 Wode 2 3
Category %___n Category % 0
Lx 072 811 Lx % 6
=1 2028 7253 =1 85413083
Total 179) 812¢ ol (2958 4640

Fuente y elaboracion propias

Figura 2
V2 _NumlnstVencida

Fuente y elaboracion propias

Figura 3
V3_NumerolnstitucionesVencido 36M

Y

Node 0
Category %
0 1295 2031

V3_NumerolnstitucionesVencido_36M
Adj. P-value=0.0000, Chi-square=35.7604, df=1

123,45
Node 1 Node 2
Category % n Category % n
o 1223 1598 o 653 433
m1 87.77 11469 "1 8347 2187
Total (83.30) 13067 Total (16.70) 2620

Fuente y elaboracion propias

Figura 4
V4 _Num_Calificacion_A

|_Category % n
w0 1295 2031

1 87.05 13656 |
Total (100.00) 15687
=

V4_Num_Calificacion_A
Adj. P-value=0.0252, Chi-square=20.4413, df=1

057:11:810,1,42639 112
Node 1 Node 2
Category %  n Category %
0 380 1450 wo 1122 581
=1 8620 9059 m1 8878 4597
Total __(66.99) 10509 Total __(33.01) 5178

Fuente y elaboracion propias

Figura 5
V7_Num_Calificacion_Blanco

Node 0 ]
_ Category % __ n_F
0

1295 2031 |

V7_Num_Calificacion_Blanco
Adj. P-value=1.0000, Clhysqu.!re:D 5566, df=1

0 12,7:5,1:4:2,10,8.36:3:11
Node 1 Node 2
Category % n Category % n
w0 1321 761 L) 1279 1270
.1 86.79 5000 .1 87.21 8656
Total (36.72) 5761 Total (63.28) 9926

Fuente y elaboracion propias

Figura 6
V8_NumeroVecesAlDial2M

Node 0
Category % n_|
"o 1285 2031 |t
1m 1 87.05 13656 |\
Total__(100.00) 15667 |

V8_NumeroVecesAlDia12M
Adj. P-value=0.0000, Chi-square=126.8522, df=1

Node 2
Category % n
"o 958 671 w0 1566 1360
=1 9042 6330 =1 8434 7326
(4463) 7001 Total __ (55.37) 8686

Fuente y elaboracion propias

Figura 7
V9 _NumVecesMoral2

Category % 3
LI 1295 2031 |
87.05 13656 |

V9_NumVecesMora12
Adj. P-value=0.0000, Ch{—square=131 4432, df=1

<=|0 >0
Node 1 Node 2
Category % n Category % n
LI 1217 1796 0 2516 235
u 1 87.83 12957 u 1 7484 699
Total (94.05) 14753 Total (5.95) 924

Fuente y elaboracion propias

Figura 8
V12 _NumVecesMora_36M

Y

MNode 0
Category % n :
0 1295 2031 |

V12_NumVecesMora_36M
Adj. P-value=0.0000, Cti»-sauare=35.7604. daf=1

<=|n >0
Node 1 Node 2
Category % n Category % n
o 1223 1598 mo 1653 433
.1 87.77_11469 m1 8347 2187
Total __(83.30) 13067 Total___(16.70) 2620

Fuente y elaboracion propias
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Figura 9
V13 NumeroOperacionesVigentes

V13_NumeroOperacionesVigentes
Ad). P-valie=0,0000, :ri»mm.va 3425, dt=2

T i 2354878910

iode 1 Node 2 Node 3

Category % Categoy %  n Category %
w0 072 811 w0 T8 683 "o 604 497
=1 8928 7253 LRI 8515 3801 =1 8395 2602
Tol___(51.79) 6124 Tolal __(2645) 4464 Totl __ (19.76) 3099

Fuente y elaboracion propias

Figura 10
V14 NumeroOperacionesAlDia

Node 0
Category %
w 1295 2031
87.05 13656

V14_jlumeroOperacionesADa
Ad P.valie=0.0000, Ch-square=29 8872, dt=1

=

ode 1 Toce 2
Category % __n Category % __n
"o 25 154 "0 595 486
X 8777 11091 " 8407 2665
o (8055 126% | Yot (19.45) 3051

Fuente y elaboracion propias

Figura 11
V13 Vi4

C
segory % __ o
BN 4

"1 8356 2602
Yol (19.78) 3%

V14_NumersOperacionesADa
Ad) P-vatse=0 0000, Ch-square=S4 SB56, dfet

Tode & Tode's
Category % __n Category %

0 L o 5410

"y 088 571
Total el (83 1871

Fuente y elaboracion propias

Figura 12
V17_Mora_Ponderada

] Node 0 4
_ Category % n |
() 1295 2031 |
.1 87.05 13656 |

Total __(100.00) 15687 |

V17_Mora_Ponderada
Adj. P-value=0.0000, Chi-square=131.4432, df=1

TO >|0
Node 1 Node 2
Category % n Category % n
L) 1217 179 L) 2516 235
n1 87.83 12957 "1 7484 699
Total (94.05) 14753 Total (5.95) 934

Fuente y elaboracion propias

Figura 13
V19 DiasMoraMaximaPromedio_24M

1285 2031

1 87.05 13656
Total __(100.00) 15687
=

V19_DiasMoraMaximaPromedio_24M
Adj. P-value=0.0000, Chi-square=76 9882, df=1

<=0.625 >0.625
Node 1 Node 2
Category % n Category % n
mQ 1217 1722 mQ 20.08 309
u 1 87.83 12426 L] 7992 1230
Total (90.19) 14148 Total (9.81) 1539

Fuente y elaboracion propias

Figura 14
V20_DiasMoraMaximaPromedio_24M _
Sin0

Node 0
Category % n |
1295 2031

87.05 13656 |\

V20_DiasMoraMaximaPromedio_24M_Sin0
Adj. P-value=0.0000, Cri»square=69 3490, df=1

|
<=0 =0
I

Node 1 Node 2
Category % n Category % n
L) 1217 1703 L) 19.36 328
i | 87.83 12290 -1 8064 1366
Total (89.20) 13993 Total (10.80) 1694

Fuente y elaboracion propias

Figura 15
V21 DiasMoraMaximaPromedio36M

Node 0
| __Category % n

|= 0 1295 2031
=1 87.05 13656
Total 100.00) 15687

V21_DiasMoraMaximaPromedio36M
Adj. P-value=0.0000, Cl'il-square=69,7304, df=1

<=2.0833333333333299 >2.0833333333333299
Node 1 Node 2
Category % n Category % n
L) 1220 1722 L) 1966 309
"1 87.80 12393 "1 80.34 1263
Total (89.98) 14115 Total (10.02) 1572

Fuente y elaboracion propias

Figura 16
V22 DiasMoraMaximaPromedio36M_Si
no

Node 0

Category % n_ |
1295 2031

V22_DiasMoraMaximaPromedio36M_Sin0
Adj. P-value=0.0000, Ctil-square=61 5382, df=1

<=I21 >21
Node 1 Node 2
Category % n Category % n
L) 1225 1730 L) 1927 301
.1 87.75 12395 .1 80.73 1261
Total (90.04) 14125 Total (9.96) 1562

Fuente y elaboracion propias
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Figura 18
V24 DiasMoraMaximaPromedio_12M _
Sin0

Figura 17
V23_DiasMoraMaximaPromedio_12M

¥
o MNodeO ; ;
Category % n_ | - arr;odenz i
0 1295 2031 | ;..___!_______
1 87.05 13656 | :. 1295 2031 :
Total (100.00) 15687 |
s =

'V24_DiasMoraMaximaPromedio_12M_Sin0

V23_DiasMoraMaximaPromedio_12M
Adj. P-value=0.0000, Chi-square=131.4432, df=1

Adj. P-value=0.0000, Chi-square=131.4432, df=1

<=|0 >|0 <=0 >0
Node 1 Node 2 Nod|e 1 Nodlez
Category % LU _ Category % 0 Category % n Category % n
o 217 17% "o 2516 235 . e
L 87.83 12957 B1 7484 699 .1 87.83 12957 . 7484 699
Total (94.05) 14753 Total (595) 934 Yol (94.05) 14753 ol (595) 934
., .
.y .
Fuente y elaboracion propias Fuente y elaboracién propias

Figura 19 Figura 20
V26 _CR_2 V27_CR_3

Category % n

% n
1= 0 1265 2031

1295 2031 )
87.05 13656 | "1 1
(100.00) 15687 |\ Total __(100.00) 15687
=i =
V26_CR_2 V27_CR 3
Adj. P-value=0.0000, Chi-square=37.0778, df=1 Adj P-vakue=0.0000, Chi-square=112.8717, df=1
|
<=0 >0 <0 |ss|272|s7\:zm99 >0.15912725713213499
Tode 1 Node 2
Node 1 Node 2
Category % n Category % n
T S - Cotegory % 0 "0 7100 1604 w0 2149 337
o H ;;gé 1?2: . A SJQ 2‘;}' LR 8800 12425 .1 7851 1231
1 .78 11 ASRImThIALIR2167 Total___(90.00) 14119 Total (9.00) 1568
Total __(83.29) 13065 Total ___(16.71) 2622

Fuente y elaboracién propias Fuente y elaboracion propias

Figura 22
V29_TiempoHistorialCrediticioSF

Y

Figura 21
V28 Cartera_Riesgo

Node 0
ategory % n
1295 2031 |
87.05 13656 |\
100.00) 15687 |:

Category % n_|i
1285 2031 |2

87.05 13656 |
100.00) 15687 |

V29_TiempoHistorialCrediticioSF

V28_Cartera_Riesgo
Adj. P-value=0.0000, Chi-square=27.5485, df=1

Adj. P-value=0.0000, Chi-square=131.4432, df=1

<=0 >0 <:|29 >T9
Node 1 Node 2
Node 1 Node 2
Category % n Category % n
o 1217 1796 o 2516 235 % %
) 87.83 12957 "1 7484 699 =1 8615 9566 B 8924 4080
Total (94.05) 14753 Total (5.95) 934 m ol [29‘22) Fea
Fuente y elaboracidn propias Fuente y elaboracion propias

Figura 23 Figura 24
V30_TiempoHistorialCrediticio_SF_12M V32_TieneConsumo

Node 0

Category % n 3

1285 2031 |
87.05 13656 |\
(100.00) 15687 |:
i &

Category %  n |

7285 2037 |

\/30_TiempoHistorialCrediticio_SF_12M

Adj. P-value=0.0000, Chi-square=130.3248, df=1 e
L V32_TieneConsumo

| Adj P-value=0.0000, C'iksquure=5| 8602, df=1

<TO >|0
Node 1 Node 2 2
Category % n Category % n
L) 952 662 LI 1568 1369 Node 1 ode 2
=1 90.48 6293 .1 8432 7383 Category % n % n
Total (44.34) 6955 Total (55.66) 8732 LI 13.82 1799 869 232
"1 86.18 11217 91.31 2439
Total (82.97) 13016 Total (17.03) 2671

Fuente y elaboracion propias
Fuente y elaboracion propias
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Figura 25
V33_TieneMicro

] Node 0
| category % o
1"0

k 1295 2031 |
1m 1 87.05 13656 |
| _Total__(100.00) 15687 |

V33_TieneMicro
Adj. P-value=0.0000, Chi-square=140.0020, df=1

|
i
|

0
Node 1 Node 2
Category % n Category % n
L) 10.40 992 L) 16.90 1039
.1 89.60 8546 .1 8310 5110
Total (60.80) 9538 Total (39.20) 6149

Fuente y elaboracion propias

Figura 26
V36_MayorDegdaHistoricaSF

Node 0

1_ categoy % n
1295 203

87.05 13656
100.00) 15687 |

V36_MayorDeudaHistoricaSF
Adj. P-value=0.0000, Chi-square=21.5354, df=1

<=4120 >4120
Node 1 Node 2
Category % n Category % n
LI 1419 1113 L) 1170 918
"1 85.81 6730 .1 8830 6926
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Figura 27
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Fuente y elaboracion propias

Figura 28
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Fuente y elaboracion propias

Figura 29
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Fuente y elaboracion propias

Figura 30
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Fuente y elaboracion propias

Figura 31
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Fuente y elaboracién propias

Figura 32
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Fuente y elaboracion propias




102

Figura 33
V50 _SaldoTotal

! Node 0
s Category % n_ |
=0 1295 2031
87.05 13656

V50_SaldoTotal
Adj. P-value=0.0000, Chi-square=74.0624, df=1

|
<=0 >0

Node 1 Node 2
Category % n Category % n
L) 1072 871 "o 1534 1160
"1 8928 7253 "1 8466 6403
Total (51.79) 8124 Total (48.21) 7563

Fuente y elaboracion propias

Figura 34
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Fuente y elaboracion propias

Figura 35
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Fuente y elaboracion propias

Figura 36
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Fuente y elaboracion propias

Figura 37
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Fuente y elaboracion propias

Figura 38
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Fuente y elaboracion propias

Figura 39
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Fuente y elaboracién propias

Figura 40
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Fuente y elaboracion propias
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Figura 41
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Fuente y elaboracion propias

Figura 42
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Fuente y elaboracion propias

Figura 43
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Fuente y elaboracion propias

Figura 44
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Fuente y elaboracion propias

Figura 45
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Fuente y elaboracion propias

Figura 46
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Ad] P-value=0,0000, Ch-square=214 6783, df2

<29 .nlw >34
Node 1 Vode 2 Node 3
Category % Category % n Category % n
"0 2485 376 w0 1325 229 L 1148 1426
R 7515 1137 " 8675 1499 i 8854 11020
Total @84 1513 Yo (11.02) 1728 ol (79.34) 12446

Fuente y elaboracion propias

Figura 47
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Fuente y elaboracion propias

Figura 48
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Fuente y elaboracion propias
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Figura 49
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Fuente y elaboracion propias

Figura 50
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Fuente y elaboracion propias

Figura 51
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Fuente y elaboracion propias

Figura 52
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Fuente y elaboracion propias

Figura 53
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Fuente y elaboracién propias

Figura 54
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Fuente y elaboracion propias




105

Figura 55
V79 CiudadDomicilio
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Fuente y elaboracion propias

Figura 57
V84 DestinoOperacion
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Fuente y elaboracion propias
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Anexo 3: Codigo R

Script desarrollo score logit

## Definicidén de variables y formula
Variable Dependiente <- 'Y'

Nombres Variables Independientes <-

c (names (Matriz Datos) [2:length (Matriz Datos)])

reg <- as.formula (paste(Variable Dependiente,

paste (Nombres Variables Independientes, collapse=" + "),
Sep=" ~ "))

## Construccidn del modelo

set.seed (7)
Modelo Logistico <- step(glm(reg,data = Matriz Datos,
family = binomial (1link="logit")), trace=0)

### Prueba GVIF

vif (Modelo Logistico)

### Calculo del z, valor de probabilidad y Score
Matriz Final N 187 = predict.glm(Modelo Logistico,
type='link', Matriz Datos)

Matriz DatosSprob <- predict (Modelo Logistico,
Matriz Datos,type = 'response')

Matriz Datos$Score = round (1000 * Matriz Datos Sprob, 0)

ml pred <- prediction(Matriz DatosS$prob , Matriz DatosS$Y)
ml perf <- performance(ml pred,"tpr","fpr")

### Cidlculo de los estadisticos

###4# KS

KS <- round(max(attr(ml perf,'y.values') [[1]]-
attr (ml perf, 'x.values') [[1]])*100, 2)

#### RCO

ROC <- round(performance (ml pred, measure =
"auc")@y.values[[1]]*100, 2)

Gini <- (2*ROC - 100)

#### Punto de corte 6ptimo y matriz de confusidn
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optCutOff <- optimalCutoff (Matriz DatosS$Y,

Matriz DatosSprob, optimiseFor = "Both", returnDiagnostics
= TRUE)

PuntoCorte <- optCutOff$optimalCutoff

Error <- round (optCutOffSmisclassificationError*100,2)

Matriz DatosS$Y estimado <-

ifelse (Matriz DatosSprob>PuntoCorte,1,0)
MatrizConfusion <- confusionMatrix (Matriz Datos$Y,
Matriz DatosS$Y estimado)

Sensibilidad M <- round(l00*sensitivity(Matriz DatosS$Y,
Matriz DatosS$Y estimado, threshold = PuntoCorte) ,2)
Especificidad M <- round(l00*specificity(Matriz DatosS$Y,
Matriz DatosS$SY estimado, threshold = PuntoCorte),2)

## Grafica curva ROC

plot (ml perf, col='blue', main = 'Curva ROC', xlab = 'l -
Especificidad', ylab = 'Sensibilidad')
lines(c(0:1), c(0,1), col="black")

Script desarrollo score redes neuronales
## Definicidén de variables y formula
Variable Dependiente <- 'Y'

Nombres Variables Independientes <-

c (names (Matriz Datos) [2:1length (Matriz Datos)])

reg <- as.formula(paste(Variable Dependiente,
paste (Nombres Variables Independientes, collapse=" + "),
sep=" ~ n) )

## Construccidn del modelo

set.seed (7896129)
library(neuralnet)

t <- proc.time()

Modelo Redes<- neuralnet(reg, hidden = c(3,3,2) ,data =
Matriz Datos,linear.output = FALSE,algorithm =
'rpropt+',likelihood = TRUE, threshold = 0.1)
proc.time () -t

model results3 <- compute (Modelo Redes, Matriz Datos
[2:1length (Matriz Datos)])
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### Grafica red neuronal

plot (Modelo Redes,radius = 0.04,arrow.length =
0.15, fontsize = 8)

### Calculo del z, valor de probabilidad y Score

Matriz DatosSprob <- model results3Snet.result
Matriz DatosS$Score = round (1000 * Matriz Datos$prob, O0)

detach (package:neuralnet,unload = T)
ml pred <- prediction(Matriz DatosS$prob , Matriz DatosS$Y)

ml perf <- performance(ml pred,"tpr","fpr")

### Cadlculo de los estadisticos

#H### KS

KS <- round(max(attr(ml perf,'y.values') [[1]]-
attr (ml perf, 'x.values') [[1]])*100, 2)

#### RCO

ROC <- round(performance (ml pred, measure =
"auc")@y.values[[1]]*100, 2)

Gini <= (2*ROC - 100)
#### Punto de corte éptimo y matriz de confusidn

optCutOff <- optimalCutoff (Matriz DatosSY,

Matriz DatosSprob, optimiseFor = "Both", returnDiagnostics
= TRUE)

PuntoCorte <- optCutOff$optimalCutoff

Error <- round (optCutOffSmisclassificationError*100,2)

Matriz DatosS$Y estimado <-

ifelse (Matriz DatosSprob>PuntoCorte,1,0)
MatrizConfusion <- confusionMatrix (Matriz DatosS$Y,
Matriz DatosS$Y estimado)

Sensibilidad M <- round(l100*sensitivity(Matriz DatosS$Y,
Matriz DatosS$Y estimado, threshold = PuntoCorte) ,2)
Especificidad M <- round(l00*specificity(Matriz DatosS$Y,
Matriz DatosS$SY estimado, threshold = PuntoCorte), 2)

## Grafica curva ROC
plot (ml perf, col='blue', main = 'Curva ROC', xlab = 'l -

Especificidad', ylab = 'Sensibilidad')
lines(c(0:1), c(0,1), col='red")



